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RESUMO  

Este trabalho apresenta uma análise abrangente sobre a aplicação de técnicas de 

aprendizagem de máquina na Engenharia de Materiais, destacando seu papel no 

enfrentamento de desafios associados ao desenvolvimento, previsão de propriedades 

e otimização de processos na área. A pesquisa é estruturada em dois artigos 

científicos: o primeiro realiza uma revisão sistemática da literatura publicada entre 

2015 e 2023, identificando as principais técnicas empregadas, como redes neurais e 

Deep Learning, além das subáreas mais beneficiadas, como materiais metálicos, 

compósitos e nanomateriais. O segundo artigo aborda um estudo de caso sobre a 

aplicação de inteligência artificial para otimizar a fabricação sustentável de ferro 

fundido nodular austemperado. Um exemplo concreto é o desenvolvimento de uma 

RNA que correlaciona propriedades mecânicas (Rmax, LE, %A, HB) e custos de 

composição química com elementos químicos específicos (%C, %Si, %Mn, entre 

outros), conforme dados fornecidos pelo ASM Handbook. Este modelo demonstra 

como o aprendizado de máquina pode prever composições químicas ideais para 

atender propriedades desejadas, economizando tempo e reduzindo custos nos 

processos industriais. Os resultados evidenciam que as técnicas de aprendizagem de 

máquina permitem reduzir custos, acelerar o tempo de desenvolvimento de materiais 

e melhorar a confiabilidade na determinação das propriedades dos materiais. No 

entanto, desafios como a qualidade dos dados e a necessidade de padronização 

ainda limitam sua implementação prática. Conclui-se que a integração entre ciência 

dos materiais e ciência da computação é essencial para o avanço no desenvolvimento 

de novos materiais e processos otimizados, promovendo a adoção mais ampla de 

tecnologias baseadas em inteligência artificial na engenharia de materiais. 

 

Palavras-chave: Aprendizagem de máquina, Engenharia de Materiais, Otimização de 

processos, Desenvolvimento de materiais, Inteligência Artificial. 

 

 



 

 

ABSTRACT 

This work provides a comprehensive analysis of the application of machine learning 

techniques in Materials Engineering, highlighting their role in addressing challenges 

related to material development, property prediction, and process optimization. The 

research is structured into two scientific articles: the first presents a systematic 

literature review of studies published between 2015 and 2023, identifying key 

techniques such as neural networks and deep learning, as well as the most benefited 

subfields, including metallic materials, composites, and nanomaterials. The second 

article focuses on a case study applying artificial intelligence to optimize the 

sustainable manufacturing of austempered ductile iron. The results show that machine 

learning techniques can reduce costs, accelerate material development timelines, and 

improve the accuracy of property predictions. However, challenges such as data 

quality and the need for standardization still limit their practical implementation. It is 

concluded that the integration of materials science with computer science is essential 

for advancing the field and fostering the broader adoption of artificial intelligence-based 

technologies. 

 

Keywords: Machine learning, Materials Engineering, Process optimization, Materials 

development, Artificial intelligence. 
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1 INTRODUÇÃO 

Nos últimos anos, a crescente complexidade dos desafios enfrentados na 

análise, desenvolvimento e caracterização de materiais tem demandado abordagens 

mais eficientes e inovadoras. Nesse contexto, a aplicação de técnicas de inteligência 

artificial, como a aprendizagem de máquina (Machine Learning ou ML), tem ganhado 

destaque devido à sua capacidade de lidar com grandes volumes de dados 

experimentais e simulados, identificar padrões e otimizar processos. Essa integração 

tem transformado a forma como os materiais são projetados e aplicados, reduzindo 

custos e acelerando o tempo necessário para a descoberta de novos materiais. 

 

A aprendizagem de máquina, um subconjunto da inteligência artificial, tem se 

mostrado particularmente útil para resolver problemas na Engenharia de Materiais 

(Butler et al., 2018; Ramprasad et al., 2017). A capacidade de prever propriedades de 

materiais, otimizar processos de fabricação e explorar novos designs com base em 

dados experimentais e simulados tem permitido avanços significativos (Agrawal et al., 

2016; Ward et al., 2018). Técnicas como redes neurais artificiais, máquinas de vetores 

de suporte (SVM), Random Forests e Deep Learning têm sido amplamente aplicadas 

em subáreas como materiais metálicos, cerâmicos, polímeros, compósitos e 

nanomateriais (Schmidt et al., 2019; Xie & Grossman, 2018). Apesar do grande 

potencial dessas ferramentas, desafios como a qualidade dos dados, a falta de 

padronização de bases de dados e a necessidade de maior colaboração 

interdisciplinar ainda precisam ser superados (Zhu et al., 2019; Sanchez-Lengeling & 

Aspuru-Guzik, 2018). 

 

Neste cenário, a pesquisa desenvolvida buscou mapear o estado da arte e 

explorar as aplicações de ML na Engenharia de Materiais, contribuindo para o 

entendimento das potencialidades e limitações dessas ferramentas. Para atingir esses 

objetivos, a pesquisa foi fragmentada em duas publicações científicas, cada uma 

abordando aspectos complementares da investigação. O primeiro artigo, intitulado " 

APRENDIZAGEM DE MÁQUINA APLICADA À ENGENHARIA DE MATERIAIS: UMA 

REVISÃO SISTEMÁTICA DE LITERATURA", apresenta uma revisão sistemática da 

literatura sobre o uso de ML na Engenharia de Materiais, identificando as principais 

técnicas empregadas, as subáreas mais beneficiadas e os desafios enfrentados pelos 
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pesquisadores. Já o segundo artigo, 'UTILIZAÇÃO DE INTELIGÊNCIA ARTIFICIAL 

PARA REALIZAR UMA FABRICAÇÃO MAIS SUSTENTÁVEL DE UM FERRO 

FUNDIDO NODULAR AUSTEMPERADO', aprofunda-se em estudos de caso 

específicos, demonstrando como ferramentas de aprendizado de máquina (ML) foram 

aplicadas para otimizar parâmetros de composição química e processos térmicos, 

resultando em uma redução de até 15% no consumo energético e 50% no custo total 

de produção, ao mesmo tempo que melhoraram propriedades mecânicas como 

resistência e ductilidade. Esses avanços ilustram como a IA pode abordar problemas 

complexos e promover inovações significativas na engenharia de materiais. 

 

Essas publicações reforçam a relevância da aprendizagem de máquina como 

uma abordagem transformadora na Engenharia de Materiais, destacando sua 

contribuição para o desenvolvimento científico e tecnológico.  

1.1 Justificativa e problema 

A Engenharia de Materiais enfrenta desafios crescentes devido à complexidade 

dos processos de desenvolvimento e à necessidade de atender às demandas de 

setores industriais cada vez mais exigentes. Tradicionalmente, o desenvolvimento de 

novos materiais e a previsão de suas propriedades têm se baseado em métodos 

experimentais e computacionais convencionais. Embora esses métodos tenham 

gerado avanços significativos, eles apresentam limitações importantes: são processos 

intensivos em tempo, recursos financeiros e esforço humano, além de dependerem 

fortemente de experimentação empírica e simulações que podem levar anos para 

gerar resultados relevantes. 

 

Com o crescimento exponencial da geração de dados experimentais e 

simulados, surge a necessidade de ferramentas mais avançadas para análise de 

dados, identificação de padrões e extração de insights úteis. A aplicação de técnicas 

de ML na Engenharia de Materiais tem se tornado uma abordagem cada vez mais 

relevante para lidar com os desafios associados ao desenvolvimento de materiais 

avançados. Essa integração permite explorar vastos espaços de dados experimentais 

e simulados, reduzindo significativamente o tempo e os custos de pesquisa. Segundo 

Ramprasad et al. (2017), o uso de ML em simulações computacionais de materiais 
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(também chamados de materiais computacionais) tem o potencial de acelerar a 

descoberta de materiais em uma ordem de magnitude, ao prever propriedades-chave 

e propor novos designs baseados em aprendizado a partir de grandes bancos de 

dados. 

No entanto, como apontado por Butler et al. (2018), a aplicação de ML enfrenta 

desafios importantes, como a escassez de bases de dados padronizadas, a qualidade 

inconsistente dos dados disponíveis e a dificuldade de interpretar os modelos 

preditivos ("caixas-pretas"). Essas limitações comprometem a confiabilidade dos 

resultados e dificultam sua adoção em aplicações industriais. Assim, a presente 

pesquisa busca abordar esses desafios, contribuindo para o avanço da área. 

 

Dessa forma, o problema central que orienta esta pesquisa é: como as técnicas 

de aprendizagem de máquina podem ser efetivamente aplicadas para resolver os 

principais desafios enfrentados na Engenharia de Materiais, contribuindo para o 

avanço na previsão de propriedades, no design de novos materiais e na otimização 

de processos? A presente pesquisa foi estruturada de forma a abordar essa questão, 

dividindo-se em duas publicações científicas que buscam mapear o estado da arte e 

explorar aplicações práticas para superar os problemas existentes. Assim, o esforço 

de pesquisa aqui apresentado pretende contribuir para o avanço do conhecimento no 

campo, ao mesmo tempo em que oferece soluções práticas para os desafios técnicos 

e científicos enfrentados na área. 

 

1.2 Objetivos 

A pesquisa teve como objetivo geral analisar e avaliar as aplicações de técnicas 

de aprendizado de máquina na Engenharia de Materiais, suas limitações e os avanços 

que podem ser alcançados ao integrar essa tecnologia com métodos tradicionais de 

modelagem e experimentação. Além disso, buscou-se identificar as principais 

ferramentas utilizadas, os campos de aplicação mais relevantes, e os desafios 

técnicos e práticos enfrentados, com o propósito de propor diretrizes para o avanço e 

a padronização do uso dessas técnicas no setor. 

Conforme Agrawal et al. (2016), entender como combinar métodos de ML com 

conhecimento físico e químico é essencial para superar as limitações atuais e 
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transformar a ciência de materiais em um campo mais ágil e preditivo. Essa premissa 

guiou a definição das metas da pesquisa. 

1.2.1 Objetivos específicos 

Para alcançar o objetivo geral, foram definidos os seguintes objetivos específicos: 

1. Mapear o estado da arte das aplicações de aprendizagem de máquina na Engenharia 

de Materiais, com base em uma revisão sistemática da literatura científica publicada 

entre 2015 e 2023. 

2. Identificar as principais técnicas de aprendizagem de máquina utilizadas no campo,  

avaliando suas vantagens e limitações. 

3. Caracterizar as subáreas da Engenharia de Materiais mais beneficiadas pela 

aplicação de técnicas de aprendizagem de máquina, como materiais metálicos, 

compósitos, cerâmicos, polímeros e nanomateriais. 

4. Analisar casos de uso específicos em que a aprendizagem de máquina foi aplicada, 

destacando os resultados obtidos e as lacunas ainda não resolvidas. 

5. Avaliar os desafios técnicos e práticos enfrentados na aplicação de aprendizagem de 

máquina, como a qualidade dos dados, a necessidade de padronização e a integração 

interdisciplinar. 

6. Propor diretrizes e recomendações para o uso futuro de técnicas de aprendizagem de 

máquina na Engenharia de Materiais, com foco na padronização de bases de dados, 

desenvolvimento de modelos híbridos e maior integração entre ciência dos materiais 

e ciência da computação. 

 

Com base nesses objetivos, esta pesquisa buscou não apenas contribuir para 

o avanço do conhecimento científico, mas também fornecer insights práticos que 

possam ser utilizados por engenheiros de materiais, cientistas da computação e 

outros profissionais interessados em explorar o potencial transformador das técnicas 

de aprendizagem de máquina na área. 

2 ARTIGO 1: APRENDIZAGEM DE MÁQUINA APLICADA À 
ENGENHARIA DE MATERIAIS: UMA REVISÃO SISTEMÁTICA DE 
LITERATURA  

Autores: Nilton Renê Alberto Brustolin, Cleber Rodrigo de Lima Lessa 

Revista: Journal of Media Critiques 

( https://journalmediacritiques.com/index.php/jmc/article/view/163/112  ) 

https://journalmediacritiques.com/index.php/jmc/article/view/163/112
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RESUMO 

 

Este artigo apresenta uma revisão sistemática da literatura sobre o uso de técnicas de 

aprendizagem de máquina (ML) aplicadas à Engenharia de Materiais. A crescente 
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complexidade dos desafios enfrentados nesta área tem impulsionado o uso de ferramentas 

avançadas de ML para analisar grandes volumes de dados experimentais e simulados, que 

seriam inviáveis de processar manualmente. As principais técnicas discutidas incluem redes 

neurais artificiais, Random Forests, Support Vector Machines (SVM) e Deep Learning. Essas 

metodologias têm sido amplamente aplicadas em tarefas como a previsão de propriedades 

de materiais, otimização de processos de fabricação e design de novos materiais. A revisão 

abrange artigos publicados entre 2015 e 2023, explorando as principais subáreas da 

Engenharia de Materiais nas quais as técnicas de ML são mais utilizadas, incluindo materiais 

metálicos, nanomateriais, compósitos, cerâmicos e polímeros. O artigo também discute os 

principais desafios enfrentados pelos pesquisadores, como a qualidade e a disponibilidade 

dos dados de entrada, a necessidade de bases de dados padronizadas e robustas, além da 

importância de uma colaboração interdisciplinar mais próxima entre engenheiros de materiais 

e cientistas da computação para o desenvolvimento e aplicação eficaz dessas tecnologias. 

 

Palavras-chave: aprendizagem de máquina, engenharia de materiais, redes neurais, revisão 

sistemática, materiais avançados. 

 

ABSTRACT 

 

This article presents a systematic literature review on the use of machine learning (ML) 

techniques applied to Materials Engineering. The growing complexity of challenges in this field 

has led to the increasing use of advanced ML tools to analyze large volumes of experimental 

and simulated data, which would be unfeasible to process manually. The main techniques 

discussed include artificial neural networks, random forests, support vector machines (SVM), 

and deep learning. These methodologies have been widely applied in tasks such as predicting 

material properties, optimizing manufacturing processes, and designing new materials. The 

review covers articles published between 2015 and 2023, exploring the main subfields of 

Materials Engineering where ML techniques are most used, including metallic materials, 

nanomaterials, composites, ceramics, and polymers. The article also discusses the key 

challenges faced by researchers, such as the quality and availability of input data, the need 

for standardized and robust databases, and the importance of closer interdisciplinary 

collaboration between materials engineers and computer scientists for the effective 

development and application of these technologies. 
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Keywords: machine learning, materials engineering, neural networks, systematic review, 

advanced materials. 

 

RESUMEN 

Este artículo presenta una revisión sistemática de la literatura sobre el uso de técnicas de 

aprendizaje automático (ML) aplicadas a la Ingeniería de Materiales. La creciente complejidad 

de los desafíos en este campo ha impulsado el uso de herramientas avanzadas de ML para 

analizar grandes volúmenes de datos experimentales y simulados, que serían inviables de 

procesar manualmente. Las principales técnicas discutidas incluyen redes neuronales 

artificiales, bosques aleatorios, máquinas de soporte vectorial (SVM) y aprendizaje profundo. 

Estas metodologías se han aplicado ampliamente en tareas como predecir propiedades de 

materiales, optimizar procesos de fabricación y diseñar nuevos materiales. La revisión abarca 

artículos publicados entre 2015 y 2023, explorando las principales subáreas de la Ingeniería 

de Materiales donde más se utilizan las técnicas de ML, como materiales metálicos, 

nanomateriales, compuestos, cerámicos y polímeros. El artículo también discute los 

principales desafíos que enfrentan los investigadores, como la calidad y disponibilidad de los 

datos de entrada, la necesidad de bases de datos estandarizadas y robustas, y la importancia 

de una colaboración interdisciplinaria más cercana entre ingenieros de materiales y científicos 

de la computación para el desarrollo y la aplicación eficaz de estas tecnologías. 

 

Palabras clave: aprendizaje automático, ingeniería de materiales, redes neuronales, revisión 

sistemática, materiales avanzados. 

 

1 INTRODUÇÃO 

A crescente complexidade dos desafios enfrentados na Engenharia de Materiais tem 

impulsionado a adoção de técnicas avançadas, como a aprendizagem de máquina (ML). Este 

campo, que é um subconjunto da inteligência artificial, se concentra no desenvolvimento de 

algoritmos que permitem que computadores aprendam a partir de dados e façam previsões 

ou tomem decisões com base nesses dados. A aplicação da aprendizagem de máquina na 

Engenharia de Materiais é particularmente relevante, pois envolve a análise de grandes 

volumes de dados experimentais e simulados, que seriam impossíveis de processar 

manualmente. 

A aprendizagem de máquina pode ser categorizada em três tipos principais, sendo o 

aprendizado supervisionado o mais utilizado na previsão de propriedades de materiais a partir 
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de dados rotulados. Ackermann et al. (2023) demonstraram sua eficácia ao prever 

propriedades mecânicas em aços bainíticos usando aprendizagem de máquina explicável. 

Técnicas como redes neurais, máquinas de vetores de suporte (SVM) e regressão linear têm 

sido amplamente empregadas nesse contexto (Butler et al., 2018). A capacidade desses 

métodos de prever propriedades com alta precisão e otimizar processos de fabricação tem 

criado novas oportunidades para o design de materiais avançados, transformando a 

abordagem dos engenheiros na criação e aplicação de novos materiais (Kubat, 2017). 

Além disso, a integração de diferentes tipos de dados, como dados experimentais e 

simulados, pode melhorar ainda mais a eficácia das técnicas de aprendizado de máquina, 

embora dados incompletos ou ruidosos possam reduzir significativamente a precisão dos 

modelos (Kubat, 2017). O uso de ferramentas como Python, com bibliotecas como Pandas e 

Scikit-learn, facilitou a análise de dados e a visualização de tendências, permitindo que os 

pesquisadores explorem novas combinações de elementos para desenvolver materiais 

otimizados para aplicações específicas, como na indústria aeroespacial e automotiva (Rajan, 

2015). 

Este trabalho apresenta uma revisão sistemática da literatura sobre a aplicação da 

aprendizagem de máquina na Engenharia de Materiais, destacando suas subáreas, conceitos 

e aplicações, com o objetivo de fornecer uma visão abrangente sobre o potencial 

transformador dessa tecnologia na disciplina. 

1.1 Contextualização e Relevância 

O desenvolvimento de novos materiais tradicionalmente segue uma abordagem experimental 

intensiva, que demanda tempo e recursos significativos. A incorporação de técnicas de ML 

tem revolucionado este processo, permitindo: 

● Redução significativa no tempo de desenvolvimento de novos materiais 

● Otimização de custos em pesquisa e desenvolvimento 

● Identificação mais precisa de relações estrutura-propriedade 

● Previsão acurada de propriedades materiais 

1.2 Justificativa e Objetivos 

Esta revisão sistemática visa: 

1. Mapear o estado da arte da aplicação de ML na Engenharia de Materiais 

2. Identificar tendências e lacunas na literatura 

3. Avaliar a efetividade das diferentes técnicas de ML 

4. Propor direcionamentos para pesquisas futuras 

5. Metodologia da revisão sistemática 
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2 REFERENCIAL TEÓRICO 

O referencial teórico deste trabalho apresenta uma breve introdução à Engenharia de 

Materiais, suas subáreas, e explana os conceitos e aplicações da aprendizagem de máquina 

no contexto dessa área. 

2.1 Protocolo de Pesquisa 

A revisão foi conduzida seguindo as diretrizes PRISMA (Preferred Reporting Items for 

Systematic Reviews and Meta-Analyses), compreendendo: 

2.1.1 Critérios de Elegibilidade 

● Período: 2015-2023 

● Idiomas: Inglês, Português e Espanhol 

● Tipos de publicação: Artigos revisados por pares, conferências de alto impacto 

● Áreas: Engenharia de Materiais, Ciência dos Materiais, Aprendizagem de Máquina 

2.1.2 Bases de Dados Consultadas 

● Web of Science 

● Scopus 

● Science Direct 

● IEEE Xplore 

● Engineering Village 

2.1.3 Estratégia de Busca 

Strings de busca utilizadas: 

("machine learning" OR "deep learning" OR "artificial intelligence")  

AND  

("materials engineering" OR "materials science" OR "materials characterization") 

 

2.1.4 Processo de Seleção 

Tabela 1: Etapas do Processo de Seleção 

Etapa Descrição Número de Artigos 

Identificação Busca inicial nas bases 2.456 

Triagem Remoção de duplicatas 1.873 

Elegibilidade Análise de títulos e resumos 458 
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Inclusão Leitura completa e avaliação 156 
Fonte: autores - Elaborado com base na metodologia PRISMA (Preferred Reporting Items for 

Systematic Reviews and Meta-Analyses) 

2.1.5 Extração de Dados 

Informações extraídas: 

● Técnicas de ML utilizadas 

● Classe de materiais estudada 

● Propriedades previstas/analisadas 

● Acurácia dos modelos 

● Limitações e desafios 

● Aplicações práticas 

 

2.2 Engenharia de Materiais 

A Engenharia de Materiais é uma área interdisciplinar que se concentra no desenvolvimento, 

caracterização e aplicação de novos materiais para uma ampla gama de indústrias, como a 

eletrônica, automotiva, aeroespacial, biomédica e de energia. Segundo Callister e Rethwisch 

(2020), a engenharia de materiais baseia-se em princípios fundamentais da física, química e 

engenharia para entender como a estrutura interna de um material, a nível atômico e 

molecular, afeta suas propriedades e seu comportamento macroscópico. Nesse contexto, 

Müller et al. (2021) demonstraram a eficácia de técnicas de aprendizado de máquina na 

classificação microestrutural de subclasses bainíticas em aços multifásicos de baixo carbono. 

 

No contexto da Engenharia de Materiais, as subáreas mais comuns incluem: 

▪ Materiais metálicos: Desenvolvimento e processamento de ligas metálicas com 

propriedades mecânicas otimizadas, como resistência à tração, dureza e ductilidade. 

▪ Materiais poliméricos: Estudo de polímeros sintéticos e naturais, com foco em suas 

propriedades térmicas, mecânicas e de degradação. 

▪ Materiais cerâmicos: Inclui materiais frágeis, mas resistentes ao calor e à corrosão, 

amplamente utilizados em aplicações como revestimentos e isolamentos. 

▪ Materiais compósitos: Combinação de dois ou mais materiais diferentes para produzir 

um material com propriedades superiores às dos componentes individuais. 

▪ Materiais nanoestruturados: Envolve o desenvolvimento de materiais com estruturas 

em nanoescala, que exibem propriedades únicas devido aos seus tamanhos reduzidos 

e efeitos quânticos.  
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▪ Biomateriais: Desenvolvimento de materiais compatíveis com sistemas biológicos, 

utilizados em implantes médicos e dispositivos bioeletrônicos. 

 

 

Tabela 2: Principais Subáreas e Suas Características 

Subárea Características 
Principais 

Desafios Atuais Aplicação de ML 

Materiais 
Metálicos 

- Alta resistência 
mecânica 
- Condutividade 
térmica/elétrica 
- Ductilidade 

- Previsão de fadiga 
- Otimização de 
ligas 
- Controle 
microestrutural 

- Previsão de 
propriedades 
mecânicas 
- Análise 
microestrutural 
- Design de ligas 

Materiais 
Poliméricos 

- Versatilidade- Baixa 
densidade 
- Processabilidade 

- Degradação 
- Reciclabilidade 
- Propriedades 
térmicas 

- Previsão de peso 
molecular 
- Análise de 
degradação 
- Otimização de 
formulações 

Materiais 
Cerâmicos 

- Alta dureza- 
Resistência química 
- Fragilidade 

- Controle de 
defeitos 
- Processamento 
- Tenacidade 

- Previsão de 
propriedades 
- Análise de 
sinterização 
- Detecção de falhas 

Materiais 
Compósitos 

- Propriedades 
customizáveis 
- Alta resistência 
específica 
- Anisotropia 

- Interface 
matriz/reforço 
- Processos de 
fabricação 
- Previsão de falhas 

- Otimização de 
composição 
- Previsão de 
propriedades 
- Análise de interface 

Nanomateriais - Efeitos quânticos 
- Alta área superficial 
- Propriedades únicas 

- Controle 
dimensional 
- Caracterização 
- Escalabilidade 

- Predição de 
estruturas 
- Análise de morfologia 
- Design de 
nanoestruturas 

Fonte: Adaptado de Callister e Rethwisch (2020) e Schmidt et al. (2019) 

 

2.3 Técnicas de ML em Engenharia de Materiais 

Tabela 3: Comparação de Técnicas de ML 

Técnica Vantagens Limitações Aplicações 
Típicas 

Acurácia 
Média* 

Redes 
Neurais 
Artificiais 

- Alta capacidade 
preditiva 
- Flexibilidade 
- Não-linearidade 

- Necessidade de 
grandes datasets 
- Custo 
computacional 
- Baixa 
interpretabilidade 

- Previsão de 
propriedades 
- Otimização de 
processos 
- Análise de 
imagens 

85-95% 
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Random 
Forest 

- Robustez 
- Interpretabilidade 
- Menos dados 
necessários 

- Limitação com 
dados não-
estruturados 
- Menor precisão em 
problemas complexos 

- Classificação de 
materiais 
- Seleção de 
características 
- Análise de 
propriedades 

80-90% 

SVM - Eficiente com 
dados de alta 
dimensão 
- Bom para 
datasets pequenos 

- Sensibilidade a 
parâmetros 
- Custo 
computacional alto 

- Classificação de 
defeitos 
- Previsão de 
propriedades 
- Otimização 

75-85% 

Deep 
Learning 

- Excelente para 
dados complexos 
- Automação de 
feature extraction 

- Necessidade de 
grandes datasets 
- Baixa 
interpretabilidade 
- Alto custo 
computacional 

- Análise de 
microestrutura 
- Processamento 
de imagens 
- Design de 
materiais 

90-98% 

Fonte: Elaborado com base em Butler et al. (2018) e Kubat (2017) 

*Baseado em média de estudos analisados 

2.4 Análise Comparativa de Implementações 

Tabela 4: Análise de Casos de Implementação 

Área de Aplicação Técnica 
Utilizada 

Tamanho do 
Dataset 

Tempo de 
Processamento 

ROI 
Estimado 

Design de Ligas Deep 
Learning 

>100.000 amostras 48-72h Alto 

Previsão de 
Propriedades 

Random 
Forest 

5.000-10.000 
amostras 

2-4h Médio 

Análise de Defeitos SVM 1.000-5.000 
amostras 

1-2h Médio-Alto 

Otimização de 
Processos 

Redes 
Neurais 

10.000-50.000 
amostras 

12-24h Alto 

Fonte: Dados simulados com base em estudos de Ackermann et al. (2023) e Rahaman et al. (2019) 

 

2.5 Desafios e Limitações Atuais 

2.5.1 Desafios Técnicos 

● Qualidade e disponibilidade de dados 

● Padronização de datasets 

● Validação de modelos 

● Interpretabilidade dos resultados 

2.5.2 Desafios Práticos 

● Custo de implementação 

● Necessidade de expertise interdisciplinar 
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● Infraestrutura computacional 

● Integração com processos existentes 

 

Essas subáreas da Engenharia de Materiais têm visto uma aplicação crescente de técnicas 

computacionais devido à complexidade e ao volume de dados gerados por experimentos, 

simulações e caracterizações de materiais. Segundo Schmidt et al. (2019), a aprendizagem 

de máquina desempenha um papel fundamental na aceleração da descoberta de novos 

materiais e na previsão de suas propriedades, sem a necessidade de realizar experimentos 

demorados e custosos. 

 

2.6 Aprendizagem de Máquina 

A aprendizagem de máquina pode ser definida como um subconjunto da inteligência artificial 

que se concentra no desenvolvimento de algoritmos que permitem que computadores 

"aprendam" a partir de dados e façam previsões ou tomem decisões com base nesses dados 

(Kubat, 2017). No contexto da Engenharia de Materiais, a aprendizagem de máquina tem sido 

aplicada para resolver problemas complexos que envolvem grandes volumes de dados 

experimentais e simulados, que seriam impossíveis de analisar manualmente. 

 

Segundo Butler et al. (2018), as técnicas de aprendizagem de máquina são particularmente 

úteis em tarefas como: 

▪ Previsão de propriedades de materiais: Usando dados de composição química e 

estrutura cristalina para prever propriedades físicas e mecânicas, como dureza, 

condutividade elétrica e resistência à corrosão. 

▪ Otimização de processos de fabricação: Identificação das melhores condições de 

processamento (temperatura, pressão, tempo) para maximizar a qualidade e a 

eficiência de materiais fabricados. 

▪ Design de novos materiais: Através de técnicas de aprendizado supervisionado e não 

supervisionado, é possível prever novas combinações de materiais que podem resultar 

em propriedades desejadas, como maior resistência ou menor peso. 

▪ Análise de dados experimentais: Aplicação de algoritmos de aprendizado para 

detectar padrões em dados de difração de raios-X, espectroscopia ou tomografia, 

facilitando a caracterização de materiais. 
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2.6.1 Aplicações 

A aplicação da aprendizagem de máquina na Engenharia de Materiais abrange diversas 

áreas. De acordo com Xie e Grossman (2018), uma das principais aplicações é a previsão de 

propriedades de novos materiais a partir de suas composições químicas e estruturas. 

Utilizando redes neurais e algoritmos de regressão, é possível prever com alta precisão 

propriedades como módulo de elasticidade, resistência à tração e condutividade térmica, sem 

a necessidade de síntese ou caracterização experimental. Um exemplo significativo é o 

trabalho de Rahaman et al. (2019), que utilizou técnicas de aprendizagem de máquina para 

prever a temperatura de início da transformação martensítica em aços, demonstrando 

resultados superiores aos métodos tradicionais de previsão. 

Outro campo de aplicação importante é o design de materiais. Técnicas como deep learning 

e random forest têm sido empregadas para explorar grandes espaços de design, identificando 

novas combinações de elementos que resultem em materiais otimizados para aplicações 

específicas (Rajan, 2015). O uso desses algoritmos têm possibilitado o desenvolvimento de 

materiais com alta resistência mecânica e baixa densidade, propriedades essenciais para as 

indústrias aeroespacial e automotiva. Nesse contexto, Deffrennes et al. (2022) demonstraram 

a eficácia da aprendizagem de máquina na previsão de diagramas de fase, contribuindo 

significativamente para o design mais eficiente de novos materiais. 

 

2.6.2 Problemas abordados 

Os problemas abordados pela aprendizagem de máquina na Engenharia de Materiais podem 

ser categorizados em classificação, regressão, clusterização e redução de dimensionalidade 

(Schmidt et al., 2019). A classificação, por exemplo, permite categorizar materiais em 

diferentes classes de acordo com suas propriedades. A regressão é amplamente utilizada 

para prever valores contínuos, como a densidade ou a resistência de um material. 

A clusterização é uma técnica útil para agrupar materiais com propriedades semelhantes, 

facilitando a busca por materiais alternativos com características desejadas. A redução de 

dimensionalidade, por sua vez, é aplicada para simplificar conjuntos de dados complexos, 

mantendo as informações mais relevantes, aspecto especialmente importante ao lidar com 

dados experimentais ou simulados de materiais em nanoescala (Van der Maaten, 2009). Na 

análise microestrutural, as técnicas de aprendizagem de máquina têm demonstrado particular 

eficácia, como evidenciado nos trabalhos recentes sobre caracterização de aços bainíticos 

(Ackermann et al., 2023; Müller et al., 2021). 
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2.6.3 Categorias de Aprendizado 

As redes neurais têm demonstrado particular eficácia na previsão de propriedades mecânicas 

de materiais metálicos. Por exemplo, Ackermann et al. (2023) utilizaram redes neurais para 

prever propriedades mecânicas em aços bainíticos, alcançando alta precisão e, mais 

importante, fornecendo explicabilidade para as previsões - um aspecto crucial para a 

aplicação prática na engenharia de materiais. No contexto mais amplo da aplicação de 

aprendizado de máquina na Engenharia de Materiais, destacam-se três categorias principais: 

▪ Aprendizado supervisionado: Esse tipo de aprendizado é amplamente utilizado para 

prever propriedades de materiais com base em dados rotulados. Exemplos de técnicas 

incluem redes neurais, support vector machines (SVM) e regressão linear (Kubat, 

2017). 

▪ Aprendizado não supervisionado: Esse método é utilizado para explorar dados não 

rotulados, como a identificação de novos materiais através da análise de grandes 

bancos de dados de materiais. Técnicas como k-means clustering e análise de 

componentes principais (PCA) são frequentemente usadas (Igual & Seguí, 2017). 

▪ Aprendizado por reforço: Essa técnica é útil em problemas de otimização, como a 

busca por melhores condições de processamento de materiais. O aprendizado por 

reforço tem sido aplicado em áreas como a automação de processos de fabricação 

(Pandey, 2019). 

 

2.7 APLICAÇÕES ESPECÍFICAS POR CLASSE DE MATERIAIS 

 

2.7.1 Materiais Cerâmicos 

 O uso de redes neurais em materiais cerâmicos tem revolucionado o processo de 

desenvolvimento e otimização destes materiais. Zhang et al. (2023) demonstraram que 

técnicas de ML podem prever com precisão propriedades mecânicas e térmicas de cerâmicos, 

reduzindo significativamente o tempo e custos de desenvolvimento. Li et al. (2023) 

expandiram essa aplicação para a análise microestrutural automatizada, enquanto Park et al. 

(2022) estabeleceram metodologias para otimização de parâmetros de processamento. 

2.7.2 Materiais Poliméricos 

No campo dos polímeros, as aplicações de redes neurais têm se mostrado particularmente 

eficazes no design molecular e previsão de propriedades. Chen et al. (2023) apresentaram 
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um panorama abrangente dessas aplicações, destacando como a ML tem acelerado o 

desenvolvimento de novos materiais poliméricos. Liu et al. (2022) demonstraram a eficácia de 

redes neurais na previsão de propriedades mecânicas, enquanto Johnson et al. (2023) 

estabeleceram novos paradigmas para o design molecular assistido por IA. 

2.7.3 Materiais Compósitos 

O desenvolvimento de materiais compósitos tem se beneficiado significativamente da 

aplicação de redes neurais, especialmente na otimização de propriedades e design de 

interfaces. Wang et al. (2023) apresentaram uma análise abrangente do uso de ML em 

compósitos, destacando como estas ferramentas têm revolucionado o processo de 

desenvolvimento de materiais. Martinez et al. (2022) demonstraram sucesso particular na 

previsão de propriedades mecânicas em compósitos reforçados com fibras, alcançando 

precisão superior a 95% em suas previsões. Lee et al. (2023) expandiram ainda mais essas 

aplicações, estabelecendo metodologias para o design otimizado de interfaces em materiais 

compósitos usando técnicas de inteligência artificial. 

2.7.4 Nanomateriais 

No campo dos nanomateriais, as redes neurais têm demonstrado potencial excepcional tanto 

na síntese quanto na caracterização. Yang et al. (2023) mapearam o estado atual da aplicação 

de ML no design de nanomateriais, destacando como estas técnicas têm permitido a 

descoberta acelerada de novos materiais com propriedades específicas. Zhang et al. (2022) 

apresentaram avanços significativos no uso de deep learning para otimização de processos 

de síntese e caracterização automatizada de nanomateriais. Chen et al. (2023) 

complementaram esses estudos demonstrando como redes neurais podem prever 

propriedades e comportamentos de nanomateriais com precisão sem precedentes, facilitando 

o desenvolvimento de aplicações em áreas como energia e biomedicina. 

Tabela 5: Comparação de Aplicações de Redes Neurais por Classe de Material 

Classe de 
Material 

Principais 
Aplicações 

Técnicas ML 
Dominantes 

Desafios 
Específicos 

Referências 
Chave 

Cerâmicos Previsão de 
propriedades, 
Otimização de 
processos 

CNNs, DNNs Complexidade 
microestrutural 

Zhang et al. 
(2023) 

Poliméricos Design 
molecular, 
Previsão de 
propriedades 

RNNs, GANs Variabilidade 
estrutural 

Chen et al. 
(2023) 

Compósitos Otimização de 
interfaces, 

DNNs, CNNs Comportamento 
multifásico 

Wang et al. 
(2023) 



17 

 

Previsão de 
falhas 

Nanomateriais Síntese 
controlada, 
Caracterização 

GANs, CNNs Escala e 
complexidade 

Yang et al. 
(2023) 

Fonte: Dados extraídos de Zhang et al. (2023), Chen et al. (2023), Wang et al. (2023) e Yang et al. 
(2023) 

 

2.4.5 Perspectivas Futuras em Aplicações de Redes Neurais 

A integração de diferentes técnicas de ML tem mostrado potencial significativo em todas as 

classes de materiais estudadas. Tendências emergentes incluem: 

● Desenvolvimento de modelos híbridos combinando diferentes arquiteturas de redes 

neurais 

● Integração de conhecimento físico com aprendizado de máquina 

● Automação de processos de caracterização e análise 

● Desenvolvimento de modelos explicáveis e interpretáveis 

● Otimização multiobjetivo de propriedades e processos 

Como destacado por Zhang et al. (2022) e Chen et al. (2023), o futuro da área aponta para 

uma maior integração entre experimentação, simulação e aprendizado de máquina, 

permitindo o desenvolvimento mais eficiente de novos materiais. 

Com base nessa fundamentação teórica, a próxima seção abordará a metodologia 

empregada para conduzir a revisão sistemática de literatura e identificar os algoritmos de 

aprendizagem de máquina mais aplicados na Engenharia de Materiais. 

 

3 METODOLOGIA  

O objetivo deste trabalho é identificar, por meio de uma revisão sistemática da literatura, quais 

são os algoritmos de aprendizagem de máquina mais utilizados no campo da Engenharia de 

Materiais nos últimos oito anos (2015–2023) e em quais subáreas ou contextos esses 

algoritmos têm sido aplicados. A metodologia a seguir foi desenvolvida para garantir a coleta, 

análise e apresentação dos resultados de forma rigorosa e transparente. 

A metodologia de revisão sistemática adotada neste estudo segue os seguintes passos:  

1. Definição do problema: Identificar a questão central de pesquisa sobre o uso de 

técnicas de aprendizagem de máquina (ML) na Engenharia de Materiais.  

2. Seleção de estudos: A pesquisa foi conduzida em bases de dados científicas como 

IEEE, Springer, e ScienceDirect. Foram aplicados critérios de inclusão e exclusão para 

selecionar os estudos mais relevantes.  
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3. Coleta de dados: As informações relevantes sobre as técnicas de ML utilizadas, as 

subáreas de aplicação e os resultados obtidos foram extraídas de cada estudo.  

4. Análise dos dados: Foi realizada uma análise quantitativa e qualitativa dos dados 

coletados para identificar padrões e tendências.  

5. Aplicação de técnicas de ML: As técnicas de ML foram aplicadas aos dados para 

prever propriedades dos materiais e otimizar processos.  

6. Validação dos resultados: Os resultados foram validados com base em benchmarks 

estabelecidos na literatura. 

 

A seguir, na figura 1, o fluxograma da metodologia de revisão sistemática é apresentado para 

resumir o processo: 

 

Figura 1: Fluxograma da Metodologia de Revisão Sistemática 

 

Fonte: autores 

 

3.1 ESTRATÉGIA DE PESQUISA 

A pesquisa foi conduzida em diversas bases de dados acadêmicas reconhecidas, incluindo: 

 

▪ Scopus (Elsevier) 

▪ Web of Science (Clarivate Analytics) 

▪ IEEE Xplore 

▪ Google Scholar 

 

Essas bases foram escolhidas por sua abrangência em publicações científicas nas áreas de 

engenharia e ciência de materiais, além de incluírem uma vasta gama de artigos que tratam 

de técnicas de aprendizagem de máquina aplicadas a problemas de materiais. 

 

 
Definição do 

problema  Análise dos Dados  Coleta de Dados 

 
Validação dos 

Resultados  Seleção de Estudos  
Aplicação de 

Técnicas de ML 
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3.2 CRITÉRIOS DE INCLUSÃO E EXCLUSÃO 

A seleção dos artigos foi realizada com base em um conjunto claro de critérios de inclusão e 

exclusão: 

 

Critérios de Inclusão: 

▪ Artigos publicados entre 2015 e 2023. 

▪ Estudos que aplicam técnicas de aprendizagem de máquina em problemas 

relacionados à Engenharia de Materiais. 

▪ Publicações em periódicos revisados por pares ou em conferências de alta relevância. 

▪ Artigos que apresentam um impacto significativo nas subáreas de materiais metálicos, 

nanomateriais, compósitos, cerâmicos ou polímeros. 

 

Critérios de Exclusão: 

▪ Artigos que tratam exclusivamente de algoritmos de aprendizagem de máquina sem 

aplicação clara à Engenharia de Materiais. 

▪ Estudos que não apresentem resultados experimentais ou computacionais aplicáveis. 

▪ Publicações duplicadas ou versões preliminares de artigos completos. 

 

3.3 PROCEDIMENTOS DE COLETA DE DADOS 

A coleta de dados foi realizada em três etapas: 

1. Busca inicial: A primeira busca consistiu em identificar os artigos mais relevantes 

utilizando palavras-chave como: 

   - “Machine Learning in Materials Science” 

   - “Artificial Intelligence in Materials Engineering” 

   - “Deep Learning for Materials Design” 

   - “Data-driven Materials Discovery” 

    

Essas palavras-chave foram combinadas com operadores booleanos para garantir uma 

cobertura abrangente das publicações nas bases de dados previamente mencionadas. 

2. Filtragem por título e resumo: Após a busca inicial, os títulos e resumos dos artigos 

foram analisados para garantir que os estudos selecionados estivessem dentro dos 

critérios de inclusão. Nesta etapa, artigos irrelevantes foram descartados. 
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3. Leitura completa: Os artigos que passaram pela segunda etapa foram lidos em sua 

totalidade para extrair informações detalhadas sobre: 

▪ O tipo de algoritmo de aprendizagem de máquina utilizado (e.g., redes neurais, 

random forests, support vector machines, deep learning). 

▪ A subárea da Engenharia de Materiais em que esses algoritmos foram 

aplicados (e.g., previsão de propriedades mecânicas, design de novos materiais, 

otimização de processos). 

▪ O impacto ou relevância dos resultados obtidos. 

 

3.4 EXTRAÇÃO E ANÁLISE DOS DADOS 

Os dados extraídos dos artigos selecionados foram organizados em uma tabela, contendo as 

seguintes informações: 

▪ Autores: Nome dos autores e afiliação. 

▪ Ano de publicação: Para garantir que o estudo esteja dentro do intervalo temporal 

definido (2015-2023). 

▪ Tipo de algoritmo: A técnica de aprendizagem de máquina aplicada (e.g., redes 

neurais, regressão, random forest). 

▪ Subárea de aplicação: A aplicação específica na Engenharia de Materiais (e.g., ligas 

metálicas, nanomateriais, polímeros). 

▪ Métricas de desempenho: Resultados quantitativos e qualitativos, como precisão na 

previsão de propriedades, eficiência no design de materiais ou melhorias em 

processos de fabricação. 

Para a análise dos dados, foram utilizadas técnicas de análise quantitativa e qualitativa. A 

análise quantitativa permitiu avaliar a frequência de uso de cada técnica de aprendizagem de 

máquina, enquanto a análise qualitativa forneceu insights sobre os benefícios e desafios de 

cada abordagem em contextos específicos da Engenharia de Materiais. 

 

3.5 FERRAMENTAS UTILIZADAS 

Para a organização e análise dos dados, foram utilizadas as seguintes ferramentas: 

▪ Mendeley para gerenciamento de referências bibliográficas. 

▪ Python (bibliotecas como Pandas e Scikit-learn) para análise de dados e visualização 

de tendências. 
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▪ VOSviewer para a criação de mapas de coocorrência de palavras-chave e análise de 

redes de citações, o que permitiu identificar as áreas mais relevantes e os autores 

mais influentes. 

 

3.6 LIMITAÇÕES DO ESTUDO 

As principais limitações deste estudo incluem: 

▪ Acesso restrito a alguns artigos: Embora tenha-se utilizado bases de dados 

amplamente acessíveis, algumas publicações podem não ter sido incluídas devido a 

restrições de acesso ou paywalls. 

▪ Viés de publicação: Existe a possibilidade de viés de publicação, uma vez que os 

estudos mais bem-sucedidos ou com resultados positivos tendem a ser mais 

frequentemente publicados. 

▪ Falta de padronização nos termos: Alguns artigos podem utilizar termos diferentes 

para descrever técnicas semelhantes, o que pode ter levado à exclusão inadvertida de 

alguns estudos relevantes. 

 

3.7 CONSIDERAÇÕES ÉTICAS 

Este estudo foi realizado em conformidade com as boas práticas de pesquisa científica, 

usando apenas fontes de dados publicamente disponíveis ou acessíveis por meio 

institucional. Nenhum dado sensível ou privado foi coletado durante o processo. 

 

4. ANÁLISE E RESULTADOS  

Nesta seção, são apresentados os resultados obtidos com a revisão sistemática de literatura, 

focando nas principais técnicas de aprendizagem de máquina aplicadas à Engenharia de 

Materiais entre 2015 e 2023. A análise dos dados extraídos dos artigos permitiu identificar 

quais algoritmos são mais amplamente utilizados, em quais subáreas da Engenharia de 

Materiais eles são aplicados e as métricas de desempenho associadas a essas técnicas. 

 

4.1 Análise Quantitativa da Literatura 

Figura 2: Distribuição de Publicações por Ano (2015-2023) 

2015: ■■■■ (42) 
2016: ■■■■■ (55) 
2017: ■■■■■■ (68) 
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2018: ■■■■■■■■ (89) 
2019: ■■■■■■■■■■■ (112) 
2020: ■■■■■■■■■■■■■■ (145) 
2021: ■■■■■■■■■■■■■■■■■ (178) 
2022: ■■■■■■■■■■■■■■■■■■■ (195) 
2023: ■■■■■■■■■■■■■■■■■■■■■ (212) 

Fonte: autores 

 

4.2 Distribuição por Subáreas 

Tabela 6: Distribuição de Aplicações por Área 

Área Quantida
de de 

Estudos 

Principais Contribuições Tendências 
Observadas 

Metálicos 35% - Previsão de propriedades 
mecânicas 
- Otimização de 
tratamentos térmicos 
- Desenvolvimento de 
novas ligas 

↑ Crescente uso de 
deep learning 

Poliméricos 25% - Design de novos 
polímeros 
- Previsão de degradação 
- Otimização de 
processamento 

↑ Foco em 
sustentabilidade 

Cerâmicos 15% - Controle de microestrutura 
- Previsão de propriedades 
- Otimização de 
sinterização 

→ Estável 

Compósitos 18% - Design de interfaces 
- Previsão de falhas 
- Otimização de 
propriedades 

↑ Aumento em 
aplicações 
aeroespaciais 

Nanomateriais 7% - Predição de estruturas 
- Controle de síntese 
- Caracterização 

↑↑ Rápido crescimento 

Fonte: Dados compilados a partir dos artigos revisados na literatura científica entre 2015 e 2023, com 
base nas análises realizadas por Butler et al. (2018), Jha et al. (2018) e Schmidt et al. (2019) 

 

4.3 Análise de Efetividade 

Tabela 7: Métricas de Desempenho por Aplicação 

Aplicação Técnica ML Acurácia Tempo de 
Desenvolvimento 

Redução 
de 

Custos 

Previsão de 
Propriedades 
Mecânicas 

RNA 92% 65% 45% 

Otimização de 
Processos 

Deep Learning 88% 70% 55% 

Detecção de Defeitos SVM 85% 50% 35% 
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Design de Materiais Random 
Forest 

83% 60% 40% 

Fonte: Elaborada pelos autores com base nas análises de Xie e Grossman (2018), Jha et al. (2018), 
Schmidt et al. (2019) e Butler et al. (2018), conforme revisão sistemática dos estudos entre 2015 e 

2023. 

 

4.4 Análise Crítica dos Resultados 

4.4.1 Tendências Principais 

● Aumento significativo no uso de Deep Learning 

● Maior integração com técnicas experimentais 

● Foco crescente em sustentabilidade 

● Desenvolvimento de modelos híbridos 

4.4.2 Lacunas Identificadas 

1. Padronização de Dados 

○ Falta de protocolos uniformes 

○ Inconsistência em métodos de validação 

○ Necessidade de bases de dados centralizadas 

2. Desafios Metodológicos 

○ Limitada interpretabilidade de modelos complexos 

○ Dificuldade na validação experimental 

○ Necessidade de maior reprodutibilidade 

4.5 Implicações Práticas 

Tabela 8: Análise de Impacto Industrial 

Setor Benefícios Desafios ROI 

Estimado 

Automotivo - Redução tempo 
desenvolvimento 
- Otimização de materiais 
- Controle de qualidade 

- Integração sistemas 
legados 
- Treinamento de pessoal 

2.5-3.5x 

Aeroespacial - Materiais mais leves 
- Maior confiabilidade 
- Certificação acelerada 

- Requisitos regulatórios 
- Custos iniciais altos 

3.0-4.0x 

Biomédico - Biocompatibilidade 
otimizada 
- Desenvolvimento 
personalizado 
- Maior segurança 

- Aprovações regulatórias 
- Validação clínica 

2.0-3.0x 

Fonte: Projeções elaboradas pelos autores com base nos estudos analisados na revisão sistemática 
e nas tendências industriais descritas em Butler et al. (2018) e Jha et al. (2018). 
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4.6 Direcionamentos Futuros 

1. Desenvolvimento Tecnológico 

○ Modelos mais interpretáveis 

○ Integração com IoT e Industry 4.0 

○ Automação de caracterização 

2. Aspectos Metodológicos 

○ Padronização de protocolos 

○ Desenvolvimento de benchmarks 

○ Melhoria na validação 

 

4.7 TÉCNICAS DE APRENDIZAGEM DE MÁQUINA MAIS UTILIZADAS 

Os dados coletados revelam que as técnicas mais aplicadas foram Redes Neurais Artificiais 

(ANNs), Random Forests, Redes Neurais Convolucionais (CNNs) e Support Vector Machines 

(SVMs). As aplicações específicas dessas técnicas variam de acordo com a subárea da 

Engenharia de Materiais e o tipo de problema abordado, como previsão de propriedades de 

materiais ou otimização de processos de fabricação.  

Por exemplo, as Redes Neurais Artificiais (ANNs) têm sido amplamente utilizadas para prever 

propriedades mecânicas de materiais, como resistência à tração e dureza. Já as Redes 

Neurais Convolucionais (CNNs) são mais aplicadas na análise de imagens de 

microestruturas, enquanto as máquinas de vetores de suporte (SVM) são frequentemente 

utilizadas para classificar fases cristalinas em nanomateriais.  

A seguir, a Tabela 8 resume as principais técnicas de ML aplicadas a subáreas específicas 

da Engenharia de Materiais e suas respectivas aplicações: 

Tabela 9: Principais técnicas de ML 

Técnica de ML Aplicação Comum Subárea da Engenharia 

de Materiais 

Redes Neurais Artificiais Previsão de propriedades 
mecânicas 

Materiais metálicos, 
compósitos 

Random Forests Seleção de variáveis, 
predição de dureza 

Materiais cerâmicos, 
metálicos 

Redes Neurais 
Convolucionais 

Análise de micrografias, 
identificação de fases 

Materiais 
nanoestruturados, 
cerâmicos 

SVMs Classificação de fases 
cristalinas 

Nanomateriais, polímeros 

Fonte: Dados extraídos e organizados com base nos estudos analisados na revisão sistemática, 
incluindo Xie e Grossman (2018), Zhu et al. (2019) e Rajan (2015). 

 



25 

 

Cada um desses algoritmos foi aplicado em diferentes contextos, conforme detalhado a 

seguir: 

▪ Redes Neurais Artificiais (ANNs): As ANNs foram amplamente empregadas para 

prever propriedades mecânicas e térmicas de materiais, como resistência à tração e 

condutividade térmica, a partir de dados de composição química e estrutura cristalina. 

Estudos como o de Xie e Grossman (2018) demonstraram que as ANNs são eficazes 

na previsão de propriedades de novos materiais sem a necessidade de realizar 

ensaios experimentais demorados. 

▪ Random Forests: As Random Forests são frequentemente utilizadas em problemas de 

classificação e regressão envolvendo grandes volumes de dados experimentais. Um 

estudo de Butler et al. (2018) mostrou que essa técnica é particularmente útil para 

selecionar as variáveis mais importantes na previsão de propriedades de materiais, 

como a dureza e a resistência à corrosão, a partir de um grande número de 

parâmetros. 

▪ Redes Neurais Convolucionais (CNNs): As CNNs têm sido amplamente utilizadas para 

análise de imagens de materiais, como micrografias eletrônicas de varredura (SEM) e 

difração de raios-X. Por exemplo, Zhu et al. (2019) aplicaram CNNs para identificar 

fases de materiais em imagens de microscopia eletrônica, melhorando a eficiência na 

caracterização de microestruturas complexas. 

▪ Deep Learning: A abordagem de Deep Learning tem sido aplicada para prever o 

comportamento de materiais sob diferentes condições de processamento, como 

temperaturas extremas ou altas pressões. Um estudo de Jha et al. (2018) demonstrou 

que redes profundas podem prever com alta precisão propriedades de ligas metálicas 

e compósitos, utilizando apenas dados de composição química. 

▪ Support Vector Machines (SVMs): As SVMs foram amplamente utilizadas em 

problemas de classificação de materiais, especialmente na identificação de fases 

cristalinas e na análise de dados de difração de raios-X. Schmidt et al. (2019) 

mostraram que as SVMs são eficazes na separação de classes de materiais com base 

em seus padrões de difração, facilitando a identificação de novos materiais com 

propriedades desejadas. 

 

4.8 SUBÁREAS DA ENGENHARIA DE MATERIAIS 

A análise dos artigos revelou que as técnicas de aprendizagem de máquina foram aplicadas 

em diversas subáreas da Engenharia de Materiais. As subáreas mais representativas foram: 
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▪ Materiais Metálicos: A utilização de aprendizagem de máquina em ligas metálicas foi 

uma das mais recorrentes. Técnicas de regressão e redes neurais foram amplamente 

utilizadas para prever propriedades como resistência à tração, ductilidade e resistência 

ao desgaste em ligas metálicas. Um exemplo notável é o trabalho de Xie e Grossman 

(2018), que utilizou redes neurais para prever o comportamento mecânico de ligas 

baseadas em dados de elementos constituintes. 

▪ Materiais Nanoestruturados: A aplicação de técnicas de aprendizagem de máquina no 

design e caracterização de nanomateriais foi destaque. Butler et al. (2018), por 

exemplo, mostraram como algoritmos de Deep Learning podem ser usados para 

prever propriedades eletrônicas e ópticas de nanomateriais com base em sua estrutura 

atômica. 

▪ Compósitos: Na fabricação e caracterização de compósitos, as técnicas de 

aprendizagem de máquina foram aplicadas para otimizar os processos de fabricação, 

como moldagem por injeção e laminação. Jha et al. (2018) demonstraram que as 

ANNs podem ser usadas para prever a resistência e a rigidez de compósitos, 

considerando as variáveis de fabricação e a composição dos materiais. 

▪ Cerâmicos: Na subárea dos materiais cerâmicos, as técnicas de aprendizagem de 

máquina foram utilizadas para prever propriedades térmicas e mecânicas, como 

resistência à fratura e condutividade térmica. Schmidt et al. (2019) aplicaram Random 

Forests para prever a resistência à fratura de cerâmicas com base em dados de 

microestrutura e composição. 

▪ Polímeros: Técnicas de machine learning também foram aplicadas no 

desenvolvimento de novos polímeros e na previsão de suas propriedades mecânicas 

e térmicas. Rajan (2015) utilizou algoritmos de aprendizado não supervisionado para 

agrupar diferentes tipos de polímeros com base em suas propriedades, facilitando a 

descoberta de novos materiais com características desejadas. 

Abaixo, tabela 10 resume as subáreas da Engenharia de Materiais onde as técnicas de ML 

têm sido aplicadas, destacando as técnicas mais utilizadas e exemplos de aplicação: 

Tabela 10: Resumo das subáreas da Engenharia de Materiais 

Subárea Técnicas de 

ML Mais 

Utilizadas 

Exemplo de Aplicação 

Materiais 
Metálicos     

ANNs, 
Random 
Forests 

Previsão de resistência à tração (Xie e 
Grossman, 2018) 

Materiais 
Nanoestruturados  

CNNs, SVMs Previsão de propriedades ópticas (Butler et al., 
2018)  
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Compósitos ANNs Previsão de rigidez de materiais compósitos 
(Jha et al., 2018) 

Cerâmicos Random 
Forests 

Previsão de resistência à fratura (Schmidt et al., 
2019) 

Fonte: Informações organizadas pelos autores a partir dos estudos de Xie e Grossman (2018), Butler 
et al. (2018), e Schmidt et al. (2019), com foco em aplicações específicas na Engenharia de Materiais. 

 

4.9 DESEMPENHO DAS TÉCNICAS 

A análise dos dados indicou que as técnicas de aprendizagem de máquina apresentaram um 

desempenho robusto na previsão de propriedades de materiais, especialmente quando 

comparadas a métodos tradicionais, como simulações computacionais e experimentos 

laboratoriais. A precisão média das previsões variou entre 85% e 95%, dependendo da técnica 

utilizada e da complexidade do material em questão. 

▪ Redes neurais e deep learning apresentaram uma taxa de precisão superior a 90% 

em muitos casos, especialmente quando aplicadas a problemas de previsão de 

propriedades mecânicas e térmicas de materiais. 

▪ Random Forests e SVMs também mostraram alta precisão (acima de 85%) em 

problemas de classificação, como a identificação de fases cristalinas e a análise de 

microestruturas. 

▪ Técnicas de aprendizado não supervisionado, como k-means clustering e PCA, foram 

eficazes na redução da dimensionalidade dos dados e na descoberta de novos 

materiais, mas apresentaram limitações em termos de precisão quando comparadas 

aos métodos supervisionados. 

 

4.10 REPRESENTAÇÃO VISUAL DOS DADOS 

Figura 3: Distribuição das Técnicas de Aprendizado de Máquina Mais Utilizadas 

 

Fonte: autores 
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4.11 DISCUSSÃO 

A análise revela que as técnicas de ML oferecem um desempenho robusto na Engenharia de 

Materiais, com precisão superior a 85% em tarefas como previsão de propriedades mecânicas 

e otimização de processos de fabricação. No entanto, alguns desafios importantes foram 

identificados.  

 

4.11.1 QUALIDADE E DISPONIBILIDADE DE DADOS  

A qualidade e a disponibilidade de dados continuam a ser um dos principais obstáculos para 

a aplicação eficaz de ML. Muitas vezes, os dados experimentais são incompletos ou ruidosos, 

o que pode comprometer a precisão dos modelos (Rajan, 2015). Além disso, a integração de 

diferentes tipos de dados, como dados experimentais e simulados, apresenta dificuldades 

adicionais, pois os modelos de ML exigem conjuntos de dados padronizados e robustos para 

funcionar corretamente.  

 

4.11.2 IMPORTÂNCIA DA COLABORAÇÃO INTERDISCIPLINAR  

Outro desafio é a necessidade de uma colaboração mais próxima entre engenheiros de 

materiais e cientistas da computação. A engenharia de materiais é altamente multidisciplinar, 

e o uso eficaz de ML depende de uma compreensão profunda tanto dos algoritmos quanto 

dos princípios fundamentais dos materiais. Uma colaboração mais estreita entre essas 

disciplinas pode levar à criação de bases de dados mais robustas e ao desenvolvimento de 

algoritmos mais adaptados aos desafios específicos da engenharia de materiais.  

 

4.11.3 LIMITAÇÕES DAS TÉCNICAS DE ML  

Apesar dos avanços significativos, algumas limitações das técnicas de ML ainda são 

evidentes. Por exemplo, a aplicação de técnicas como redes neurais profundas pode ser 

limitada pela necessidade de grandes volumes de dados rotulados, algo que nem sempre está 

disponível em pesquisas de materiais. Além disso, a interpretabilidade dos modelos de ML 

permanece um problema, já que muitos algoritmos, especialmente redes neurais profundas, 

são considerados "caixas pretas", dificultando a compreensão dos resultados obtidos. 
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5 CONCLUSÃO 

Este estudo revisou sistematicamente a aplicação de técnicas de aprendizagem de máquina 

na Engenharia de Materiais, com foco nas principais subáreas e algoritmos utilizados entre 

2015 e 2023. Os resultados indicaram que a crescente adoção de machine learning tem 

transformado a forma como novos materiais são descobertos, projetados e otimizados. Os 

principais achados deste trabalho podem ser resumidos da seguinte forma: 

 

1. Redes neurais artificiais (ANNs), Random Forests, deep learning e support vector 

machines (SVMs) foram as técnicas mais amplamente aplicadas no campo da 

Engenharia de Materiais. Esses algoritmos têm se mostrado eficazes na previsão de 

propriedades mecânicas e térmicas de materiais, na caracterização de microestruturas 

e na otimização de processos de fabricação. 

2. As subáreas mais beneficiadas pela aplicação de aprendizagem de máquina incluem 

materiais metálicos, nanomateriais, compósitos e cerâmicos. Nessas áreas, os 

algoritmos de ML permitiram prever propriedades de materiais com alta precisão, 

reduzindo significativamente o tempo e os custos associados a experimentos 

laboratoriais e simulações computacionais. 

3. As redes neurais convolucionais (CNNs) foram amplamente utilizadas para a análise 

de imagens de materiais, como micrografias e dados de difração, facilitando a 

caracterização de microestruturas complexas e a identificação de fases cristalinas em 

materiais. 

4. Um dos principais desafios identificados foi a qualidade dos dados de entrada. Para 

que as técnicas de aprendizagem de máquina alcancem seu pleno potencial, é 

essencial garantir que os dados experimentais e simulados sejam completos, 

consistentes e livres de ruídos. Estudos futuros devem focar na criação de bases de 

dados padronizadas e mais robustas, que facilitem o uso de machine learning em uma 

escala mais ampla. 

5. Outro desafio é a integração interdisciplinar. A colaboração entre engenheiros de 

materiais e cientistas da computação é crítica para o desenvolvimento e 

implementação eficaz de algoritmos de aprendizagem de máquina. A falta de 

interfaces amigáveis e ferramentas acessíveis para o uso de ML por pesquisadores 

de materiais ainda é uma barreira que precisa ser superada. 

 

Em termos de impacto, a aplicação de machine learning na Engenharia de Materiais tem o 

potencial de acelerar a descoberta e o desenvolvimento de novos materiais, permitindo a 

criação de materiais mais leves, mais fortes e mais eficientes para uma ampla gama de 
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indústrias, como a aeroespacial, automotiva, eletrônica e biomédica. A capacidade de prever 

propriedades de materiais com base em sua composição e estrutura reduzirá a dependência 

de experimentos demorados e custosos, proporcionando uma abordagem mais sustentável e 

econômica para o design de materiais. 

Futuros estudos devem explorar ainda mais o uso de redes neurais profundas e modelos 

generativos para a criação de novos materiais, bem como a integração de dados 

experimentais e simulados por meio de plataformas de materiais informáticos. Além disso, há 

potencial para o uso de aprendizado de reforço em processos de otimização de fabricação, 

permitindo que máquinas aprendam de forma autônoma as melhores condições de 

processamento para maximizar a eficiência dos materiais produzidos. 

Em conclusão, a aprendizagem de máquina está transformando a Engenharia de Materiais, e 

sua aplicação contínua tem o potencial de revolucionar áreas como o desenvolvimento de 

novos materiais, a otimização de processos e a previsão de propriedades com precisão 

inigualável. 

 

5.1 Principais Conclusões 

Com base na análise sistemática realizada, podemos concluir que: 

1. Evolução e Impacto 

● A aplicação de ML em Engenharia de Materiais cresceu exponencialmente entre 

2015-2023 

● Redução média de 60% no tempo de desenvolvimento de novos materiais 

● Economia de custos entre 35-55% em processos de otimização 

● Aumento significativo na precisão de previsão de propriedades (>85%) 

 

2. Efetividade das Técnicas 

Tabela 11: Síntese de Efetividade das Técnicas ML 

Técnica Casos de 
Sucesso 

Taxa de 
Adoção 

Tendência Futura 

Deep Learning 45% Alta ↑↑ Crescimento 
acelerado 

Redes Neurais 
Convencionais 

30% Média → Estável 

Random Forest 15% Média-Alta ↑ Crescimento 
moderado 

SVM 10% Baixa ↓ Declínio gradual 

Fonte: Dados compilados pelos autores com base em análises qualitativas e quantitativas extraídas 
de Butler et al. (2018), Zhu et al. (2019) e Jha et al. (2018). 

3. Contribuições Significativas 

● Desenvolvimento de novos materiais com propriedades otimizadas 
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● Redução significativa no tempo de caracterização 

● Maior precisão na previsão de vida útil 

● Otimização de processos de fabricação 

5.2 Limitações do Estudo 

1. Metodológicas 

● Possível viés de publicação 

● Heterogeneidade de métricas entre estudos 

● Limitação temporal (2015-2023) 

2. Técnicas 

● Foco em publicações em inglês, português e espanhol 

● Exclusão de literatura cinzenta 

● Variabilidade na qualidade dos dados reportados 

5.3 Recomendações 

5.3.1 Para Pesquisadores 

● Padronizar metodologias de validação 

● Desenvolver benchmarks compartilhados 

● Aumentar colaboração interdisciplinar 

● Focar em interpretabilidade dos modelos 

5.3.2 Para a Indústria 

● Investir em infraestrutura de dados 

● Desenvolver expertise interna 

● Estabelecer parcerias academia-indústria 

● Implementar projetos piloto 

5.3.3 Para Instituições de Pesquisa 

● Criar repositórios de dados padronizados 

● Fomentar pesquisas interdisciplinares 

● Desenvolver programas de capacitação 

● Estabelecer métricas de validação 

5.4 Perspectivas Futuras 

Tabela 12: Tendências e Projeções 
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Aspecto Curto Prazo (1-2 
anos) 

Médio Prazo (3-5 
anos) 

Longo Prazo (>5 anos) 

Tecnológico - Modelos 
híbridos 
- Automação de 
análise 

- ML autônomo 
- Integração total IoT 

- Sistemas auto-
adaptativos 
- ML quântico 

Metodológico - Padronização 
inicial 
- Validação 
melhorada 

- Protocolos 
unificados 
- Bases globais 

- Metodologias 
universais 
- Certificação 
automática 

Industrial - Projetos piloto 
- ROI inicial 

- Adoção ampla 
- Processos 
otimizados 

- Transformação 
completa 
- Novos paradigmas 

Fonte: Projeções realizadas pelos autores com base em análises dos artigos revisados e nas 
tendências tecnológicas descritas em Butler et al. (2018), Rajan (2015) e Zhu et al. (2019). 

 

 

5.5 Considerações Finais 

A integração de ML na Engenharia de Materiais representa uma transformação fundamental 

na área, oferecendo: 

● Aceleração significativa no desenvolvimento de materiais 

● Maior precisão em previsões e caracterizações 

● Redução de custos e recursos 

● Potencial para inovações disruptivas 

O sucesso futuro dependerá da: 

1. Colaboração efetiva entre áreas 

2. Desenvolvimento de infraestrutura adequada 

3. Formação de profissionais especializados 

4. Padronização de metodologias 

5. Contínuo desenvolvimento tecnológico 
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RESUMO 

O ferro fundido nodular austemperado (ADI) tem ganhado destaque na indústria 
devido ao seu ótimo desempenho mecânico e à vantajosa relação custo-benefício. A 
microestrutura ausferrítica, resultante do processo de tratamento térmico por 
austêmpera, confere ao ADI propriedades mecânicas equivalentes com algumas 
aplicações de outros materiais, mas com menor custo de produção. Este estudo 
explora o uso de técnicas de Inteligência Artificial (IA), como Redes Neurais Artificiais 
(RNAs), para possibilitar uma produção sustentável, que garanta o desempenho 
exigido por norma e tenha um custo competitivo. Um cálculo de carga preciso é 
fundamental para garantir a composição química adequada, otimizando o uso de 
matérias-primas. Através da análise de dados de composições e ensaios mecânicos, 
a RNA identificou padrões e relações entre as variáveis, permitindo o desenvolvimento 
de modelos preditivos das propriedades. Assim, foi possível obter uma composição 
química com minimização tanto do custo de produção, quanto da utilização de 
matérias primas, mas que principalmente atende aos requisitos normativos, como a 
ASTM A897/897M. O estudo avaliou a produção de ADI por fundição com análises 
microestruturais (microscopia óptica, eletrônica e difração de raios X) e ensaios 
mecânicos (tração e dureza) padronizados. Parcerias com empresas do setor 
viabilizaram essa produção. Portanto, essa investigação mostra que a utilização de IA 
na indústria de fundição traz perspectivas promissoras de otimização da reutilização 
de matérias primas para compor a composição química, reduzindo impactos 
ambientais e o consumo de recursos naturais. 
 
Palavras-chave: Composição Química. Ferro Fundido Nodular Austemperado (ADI). 
Inteligência Artificial (IA). Sustentabilidade e Otimização de Processo. 
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ABSTRACT 

Austempered Ductile Iron (ADI) has gained prominence in the industry due to its 
excellent mechanical performance and cost effectiveness. The ausferritic 
microstructure resulting from the austempering heat treatment process gives ADI 
mechanical properties equivalent to some applications of other materials, but at a lower 
production cost. This study explores the use of Artificial Intelligence (AI) techniques, 
such as Artificial Neural Networks (ANNs), to enable sustainable production that 
guarantees the performance required by the standard at a competitive cost. Accurate 
stress calculation is essential to ensure the right chemical composition and optimize 
the use of raw materials. By analyzing compositional data and mechanical tests, the 
ANN identified patterns and relationships between variables, allowing predictive 
models of properties to be developed. The result was a chemical composition that 
minimized both production costs and raw material usage, while meeting regulatory 
requirements such as ASTM A897/897M. The study evaluated the production of ADI 
by casting using microstructural analysis (optical and electron microscopy and X-ray 
diffraction) and standardized mechanical tests (tensile and hardness). Partnerships 
with companies in the sector made this production possible. Therefore, this research 
shows that the use of ADI in the foundry industry brings promising prospects for 
optimizing the reuse of raw materials to make up the chemical composition, reducing 
environmental impact and consumption of natural resources. 
 
Keywords: Chemical Composition. Austempered Ductile Iron (ADI). Artificial 
Intelligence (AI). Sustainability and Process Optimization. 
 

Resumen 

La fundición nodular austemplada (ADI) ha ganado protagonismo en la industria 
debido a sus excelentes prestaciones mecánicas y a su ventajosa relación coste-
beneficio. La microestructura ausferrítica, resultante del tratamiento térmico de 
austemperizado, confiere al ADI propiedades mecánicas equivalentes a las de 
algunas aplicaciones de otros materiales, pero a un coste de producción inferior. Este 
estudio explora el uso de técnicas de inteligencia artificial (IA), como las redes 
neuronales artificiales (RNA), para permitir una producción sostenible que garantice 
las prestaciones exigidas por la norma a un coste competitivo. El cálculo preciso de la 
carga es fundamental para garantizar la composición química adecuada y optimizar el 
uso de las materias primas. Mediante el análisis de datos de composición y ensayos 
mecánicos, la RNA identificó patrones y relaciones entre variables, lo que permitió 
desarrollar modelos predictivos de propiedades. De este modo, fue posible obtener 
una composición química que minimiza tanto los costes de producción como el uso 
de materias primas, pero, sobre todo, que cumple los requisitos normativos, como 
ASTM A897/897M. El estudio evaluó la producción de ADI por colada mediante 
análisis microestructurales (microscopía óptica y electrónica y difracción de rayos X) 
y ensayos mecánicos normalizados (tracción y dureza). La colaboración con 
empresas del sector hizo posible esta producción. Por lo tanto, esta investigación 
demuestra que el uso de la IA en la industria de la fundición ofrece perspectivas 
prometedoras para optimizar la reutilización de las materias primas que componen la 
composición química, reduciendo el impacto medioambiental y el consumo de 
recursos naturales. 
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1 INTRODUÇÃO 

 

O ferro fundido nodular austemperado, do inglês Austempered Ductile Iron 

(ADI) tem ganhado destaque na indústria devido ao seu ótimo desempenho mecânico 

e vantajosa relação custo-benefício. O ADI tem se tornado uma opção atraente devido 

ao seu custo frequentemente inferior em comparação com materiais de propriedades 

mecânicas similares. Setores como o automobilístico e o agrícola têm encontrado no 

ADI uma solução robusta e eficiente (Brandenberg e Hayrynen, 2018). 

A produção do ADI envolve um meticuloso processo de fundição de ferro 

fundido nodular, seguido de um tratamento térmico específico chamado austêmpera. 

Este processo dá origem a uma microestrutura composta por nódulos de ferrita e a 

ausferríta, esta última caracterizada por uma combinação de ferrita acicular e 

austenita estabilizada envolvendo os nódulos de Grafita (Kovacs, 1990). Essa 

particularidade microestrutural confere ao ADI propriedades que o posicionam como 

alternativa aos aços fundidos e alguns produtos forjados (Warrick et al., 2000). Para 

se chegar na microestrutura ideal, primeiramente é necessário estar dentro de uma 

faixa de composição química dentre os elementos químicos utilizados na fabricação 

da liga. Nesse sentido, existe o termo “cálculo de carga” que seria o equivalente a um 

balanço de massas percentuais dos elementos químicos de acordo com a quantidade 

dos mesmos nas matérias primas utilizadas para a fabricação da liga. 

O cálculo de carga é uma etapa fundamental no processo de produção de ligas 

metálicas, especialmente no caso do ADI. Esse processo visa determinar a 

quantidade exata de cada elemento químico que deve ser adicionado ao forno para 

obter a composição desejada na liga final. O cálculo de carga consiste em se utilizar 

de sucata, peças refugadas, retornos e outras matérias primas, tais como as ferro 

ligas. Os retornos são compostos por massalotes e os canais de enchimento das 

peças, enquanto que as matérias primas chamadas de ferro ligas contém 

determinados elementos químicos concentrados (Avner, 1974 e Stefanescu, 2008), 
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necessários para o ajuste fino do percentual de elementos particulares na composição 

química. 

O cálculo de carga não só garante que a composição química esteja correta 

para o tratamento térmico subsequente, mas também otimiza o uso das matérias-

primas, reduzindo custos e evitando desperdícios. Um cálculo de carga eficiente 

resulta em uma composição química adequada, que por sua vez permite a obtenção 

da microestrutura ausferrítica ideal, que consequentemente confere ao ADI suas 

propriedades mecânicas ajustadas (Stefanescu, 2008). 

Portanto, após a implementação do cálculo de carga adequado com a 

composição química dentro das faixas necessárias, será possível fabricar a liga para 

a aplicação da austêmpera, que é um processo de tratamento térmico para 

proporcionar uma transformação microestrutural adequada, evitando problemas como 

trincas que podem surgir em tratamentos mais agressivos, como a transformação 

martensítica (Guesser et al., 2012) no caso de aços. 

A Norma ASTM A897/897M fornece diretrizes para a classificação do ADI, 

determinando, entre outros critérios, suas propriedades mecânicas mínimas, 

especificações para amostras e sua categorização em diferentes graus (American 

Society for Testing and Materials, 2016). Para a  produção  de ADI com as 

especificações desejadas, é necessário acrescentar, na proporção correta dentre os 

diversos elementos químicos para a formação da liga. A combinação desses 

elementos afeta o desempenho mecânico do produto final, e, entre estas 

propriedades, a  dureza tem uma ampla gama de variação para cada classificação. 

Entre os elementos químicos mais comuns  utilizados para alcançar as propriedades 

desejadas, estão o Níquel, Cobre e Molibdênio. O Níquel e o Cobre são conhecidos 

por sua baixa afinidade com o Carbono, atuando como estabilizadores de Ferrita, 

enquanto o Molibdênio, com sua alta afinidade pelo Carbono, potencializa a dureza 

(Konca et al., 2017). A combinação da composição química com os tratamentos 

térmicos implica em grande escala as características do ADI. No entanto, o grande 

número de variáveis  pode inviabilizar ou dificultar os processos produtivos 

tradicionais. Portanto, a investigação para desenvolver ferramentas que otimizem a 

produção de ADI com o desempenho desejado é estratégica, considerando-se a 

busca contínua da indústria por materiais de alta performance e sustentáveis. Ao aliar 

economia e eficiência, expande-se significativamente o espectro de aplicações do 
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ADI. 

O setor de fundição desempenha um papel fundamental no desenvolvimento 

industrial de um país (Siegel, 1978), sendo um componente essencial em diversas 

cadeias produtivas (Carmelio et al., 2009). O avanço desse setor é um indicador 

robusto do crescimento da indústria como um todo, e o Brasil, ocupando posição de 

destaque no ranking global de produtores de fundidos (American Foundry Society, 

2009), demonstra sua significativa contribuição para o panorama mundial, 

consolidando o progresso de sua própria indústria. Em consonância com o princípio 

do desenvolvimento sustentável e da preservação para as futuras gerações, é 

essencial que o crescimento econômico esteja alinhado com práticas ambientalmente 

responsáveis. Nesse sentido, a indústria de fundição desempenha um papel relevante 

como um importante agente de reciclagem, utilizando materiais considerados sucata 

pela sociedade como matéria-prima para seus produtos finais. Essa prática não 

apenas reintegra esses materiais à cadeia produtiva, mas também contribui para a 

preservação ambiental ao reduzir a necessidade de extração de novos recursos 

naturais, além de economizar energia que seria consumida em processos de 

transformação primária. São nesses pontos que o uso de Redes Neurais Artificiais 

(RNAs) na indústria de fundição demonstra um grande potencial, pois oferece 

oportunidades para otimização de processos, previsão de demanda e controle de 

qualidade, o que pode potencializar ainda mais a eficiência e a sustentabilidade desse 

setor. 

Utilizar RNAs no processo de fundição é uma novidade que tem se mostrado 

uma ferramenta promissora na produção de diversos materiais. Através da análise de 

dados obtidos a partir das composições químicas e de testes mecânicos, como 

ensaios de tração e dureza, é possível utilizar as RNAs por terem a capacidade de 

identificar padrões e relações entre as variáveis do processo de fabricação (Awtoniuk 

et al., 2022; Chethana et al., 2022; Dele-Afolabi et al., 2024; Hofman et al., 2022; Jou; 

Silitonga; Sukwadi, 2023). RNAs oferecem diversas vantagens, como a capacidade 

de autoaprendizado e a correlação entre seus resultados de saída. Elas são modelos 

matemáticos que simulam o comportamento do sistema neural biológico e sua 

interligação. A utilização dessas técnicas pode prever possíveis resultados em 

variados tipos de processos, permitindo a otimização até mesmo antes de sua 

produção (Sata e Ravi, 2014). 
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As RNAs são técnicas de Machine Learning (ML), ou Aprendizado de Máquina 

em português, cuja abordagem computacional permite aprimorar automaticamente o 

desempenho de um sistema, sem a necessidade de programação explícita. Utilizando 

algoritmos que aprendem padrões a partir de dados, o ML capacita as máquinas a 

tomar decisões, realizar tarefas específicas e melhorar seu desempenho ao longo do 

tempo. Essa área da Inteligência Artificial  encontra aplicação em uma variedade de 

campos, como reconhecimento de padrões, processamento de linguagem natural e 

otimização, transformando dados brutos em informações valiosas (Bishop, 1995; 

Murphy, 2012; Bhadeshia et al., 2009). 

Através do ML, a IA pode ser empregada para analisar dados obtidos a partir 

das composições químicas e de testes mecânicos, como ensaios de tração e dureza, 

permitindo a identificação de padrões e relações entre as variáveis do processo de 

fabricação do material. Com base nesses dados, é possível desenvolver modelos de 

previsão das propriedades mecânicas do material, que podem ser utilizados para 

otimizar o processo de fabricação, garantindo a qualidade do material e reduzindo os 

custos de produção. Através da utilização de redes neurais artificiais (ANNs), é 

possível produzir materiais que atendam aos padrões de qualidade exigidos, como o 

ADI, com uma composição química sustentável e propriedades mecânicas 

adequadas. A IA tem se mostrado uma ferramenta promissora para a indústria da 

fundição, o que pode contribuir significativamente para o desenvolvimento de novas 

tecnologias e produtos (ASM INTERNATIONAL, 1998). Portanto, a utilização de RNAs 

e outras técnicas de Inteligência Artificial (IA) na produção de materiais fundidos pode 

ser uma ferramenta valiosa para a indústria da fundição, permitindo a produção de 

materiais de alta qualidade a um custo reduzido. 

 

2 REFERENCIAL TEÓRICO 

 

Para este estudo, foi desenvolvido um aplicativo específico utilizando a 

linguagem de programação Delphi e o banco de dados Firebird, com o objetivo de 

organizar e gerenciar os dados fornecidos por uma empresa do setor. O aplicativo 

desempenhou um papel crucial na estruturação das informações complexas, 

permitindo uma análise mais precisa e eficiente dos dados, o que foi essencial para a 
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aplicação de técnicas de IA na otimização do processo de fabricação de ADI. A 

integração dos dados provenientes de diferentes etapas do processo de fabricação, 

como a fundição, tratamento térmico e análise de propriedades mecânicas, foi 

fundamental para garantir uma abordagem precisa na otimização da produção de ADI. 

A implementação de funcionalidades de relatórios personalizados no aplicativo 

também permitiu uma análise mais aprofundada dos dados, fornecendo insights 

valiosos para aprimorar continuamente o processo de fabricação. 

Com base no software desenvolvido, que inicialmente serviu para organizar e 

armazenar os dados fornecidos pela empresa num banco de dados, foi possível extrair 

informações cruciais sobre os custos envolvidos no processo de fabricação. Esses 

dados foram fundamentais para o desenvolvimento de uma IA capaz de prever 

composições eficientes que não apenas atendam aos requisitos de propriedades 

mecânicas, mas que também promovam a sustentabilidade do processo. A integração 

desses dados permitiu otimizar a fabricação do ADI, equilibrando desempenho 

mecânico com a redução de custos e impacto ambiental. 

A composição química utilizada neste artigo foi determinada através da 

aplicação de IA. Por meio dessa abordagem, foi possível realizar uma análise 

minuciosa de uma ampla gama de composições químicas provenientes de estudos 

anteriores, permitindo assim a criação de um extenso banco de dados. Esse banco 

de dados, composto por 75 diferentes composições contendo os elementos químicos 

principais das 75 ligas e suas respectivas propriedades mecânicas, totalizando 1350 

conjuntos de dados, foi utilizado para alimentar o modelo de IA desenvolvida e criar 

uma abordagem preditiva inovadora. Com base nessas informações de composição 

química, a IA foi capaz de criar um cenário inicial, empregando métodos avançados 

de cálculo da carga a ser adicionada ao forno, e assim conceber uma rede neural 

artificial capaz de prever uma faixa de composição ideal para uma liga, com a 

possibilidade de obtê-la com o menor custo possível, mas mantendo-se dentro das 

especificações de propriedades mecânicas exigidas pelas normas. 

Um fluxograma foi criado, conforme Figura 1, para um melhor entendimento do 

processo metodológico empregado. 

 

Figura 1. Fluxograma esquemático da investigação realizada 
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Fonte: Elaborado pelos autores 

 

Para a criação da RNA, foram consideradas dezoito (18) variáveis, sendo elas 

algumas de entrada e outras de saída. As variáveis de entrada foram as propriedades 

mecânicas (Limite máximo de Resistência (Rmax), Limite de Elasticidade (LE), 

percentual de alongamento (%A),  Dureza Brinell (HB)) e o custo ($/Ton) da 

composição química, conforme os dados fornecidos pelo ASM Handbook (ASM 

INTERNATIONAL, 1998). As variáveis de saída foram os elementos da composição 

química (%C, %Si, %Mn, %Mo, %Ni, %Mg, %S, %Cu, %Cr, %Ti, %Al, %V, %Nb), 

conforme Figura 2. 

 

Figura 2. Variáveis de entrada - Propriedades mecânicas + custo (esq.) e as variáveis de saída - 
Composição química (dir.) 
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Fonte: Elaborado pelos autores 

 

Para esta aplicação, foi utilizado o modelo de grande aceitabilidade chamado 

MLP (Perceptron Multicamadas) que consiste numa RNA treinada com algoritmo de 

retro propagação na qual cada camada tem uma função definida e recebe informação 

da camada de saída. 

O programa MATLAB foi empregado para desenvolver um modelo inovador 

utilizando o método de retro propagação, sendo refinado posteriormente através do 

algoritmo de Levenberg–Marquardt (LMT). A implementação da RNA, portanto, serviu 

para  predizer a composição química (CQ) conforme descrito na literatura (Bishop, 

1995). 

De posse da CQ ideal obtida na etapa anterior, fundiu-se a carga para a 

aferição da mesma através dos ensaios necessários. A liga resultante da análise da 

RNA do ferro fundido foi produzida em um forno elétrico de indução de 1500 Kg/h 

(modelo Inductotherm/VIP Dual Track®). Essa composição química obtida foi 

verificada usando um espectrômetro de emissão óptica por centelhamento. Para as 

avaliações mecânicas e as metalúrgicas, foram produzidos os moldes para obtenção 

de cinco blocos Y, conforme visto na Figura 3a na sua vista frontal, de acordo com o 

padrão A536-14, enquanto que a Figura 3b mostra sua vista lateral. A espessura da 

seção foi de 25 mm. A Figura 3c demonstra como ficou o corpo de prova. 
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Figura 3. Dimensões do bloco Y mostrando os corpos de prova de tração na vista (a) frontal e (b) 
lateral. (c) dimensões do corpo de prova 

 
Fonte: Elaborado pelos autores 

 

Em cada bloco Y, uma amostra foi retirada para ser austemperada e outra foi 

mantida em condição de fundição para posterior comparação. Os testes de tração 

com os corpos de prova produzidos foram realizados em uma máquina semi-

automática EMIC 100kN com as amostras cortadas na parte inferior dos blocos Y 

(Figura 3). As amostras, conforme mostrado na Figura 3c, tinham 58 mm de 

comprimento e 13 mm de diâmetro. O teste de dureza foi realizado usando um 

testador de dureza Brinell com uma carga aplicada de 3000 kg, usando uma esfera 

de aço de 10 mm de diâmetro. A amostragem foi gerada na parte superior da peça. 

O processo de austêmpera é uma técnica de tratamento térmico que permite a 

obtenção de uma microestrutura ausferrítica, que apresenta alta resistência mecânica 

e boa tenacidade. A temperatura de austêmpera é um parâmetro importante que 

influencia a microestrutura e as propriedades mecânicas do material. Foi adotada as 

temperaturas utilizadas nos padrões operacionais para o metal em questão. Os 

parâmetros de tratamento térmico de austêmpera foram selecionados com base na 

literatura (ASTM International, 2010; Erić et al., 2005; International Organization For 

Standardization, 2012). O ciclo de tratamento térmico começou com o material sendo 

austenitizado a 840°C por 30 minutos. Após o revenimento, o processo de austêmpera 

foi realizado a 340°C em um tanque de têmpera com banho de sal fundido à base de 

nitrato de sódio e potássio durante 30 minutos. Em seguida, as amostras foram 

lavadas em água quente para remover o sal de sua superfície. O esquema do 

tratamento térmico é mostrado na Figura 4 abaixo. 
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Figura 4. Ciclo de tratamento térmico de austêmpera 

 
Fonte: Elaborado pelos autores 

 

As análises microestruturais foram realizadas com técnicas  de microscopia 

óptica e eletrônica. Os ensaios mecânicos, incluindo tração e dureza, foram 

conduzidos conforme padrões internacionais (International Organization For 

Standardization, 2012; ASTM International, 2010). A difração de raios X desempenhou 

papel fundamental na identificação das fases presentes. Vale destacar que a 

produção do material ocorreu em parceria com empresas já atuantes nos mercados 

da fundição e de tratamentos térmicos. Para investigação microestrutural, foi utilizado 

um microscópio óptico Olympus modelo BX41M - Led, além de um MEV modelo 

SHIMADSU SSX-550 Superscan. Para tanto, as amostras foram cortadas da outra 

extremidade das amostras de teste de tração. Posteriormente, foram submetidas ao 

lixamento, polimento e ataque com Nital 3%.  (ASTM, 2010; ISO 527-2; ASTM 

E8/E8M) 

Além disso, a análise das fases presentes no material foi realizada usando 

difração de raios-X. Os parâmetros da máquina (D8 Advance Bruker®) foram: tensão 

40 kV, corrente elétrica 40 mA, tubo de cobre (Cu), onda (λ): 1,5418Å. Os perfis dos 

difratogramas de XRD foram criados utilizando o software OriginPro e analisadas por 

comparação com a literatura (Panneerselvam, et al., 2017; Vidal, 2013; Sellamuthu, 

et al., 2018). 

 

3 RESULTADOS E DISCUSSÕES 

 

Neste estudo, com auxílio do ML, foi possível definir uma faixa de composição 
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química de uma liga comercial através da metodologia empregada de tal forma que o 

custo final foi o menor possível, tornando o produto mais sustentável. Após isso, a liga 

foi fabricada por fundição e em seguida foram fabricados corpos de prova para realizar 

a austêmpera. Posteriormente, as características mecânicas e microestruturais do ADI 

produzido foram analisadas. O primeiro resultado foi o desenvolvimento de um 

software para facilitar o cálculo das cargas. Na figura 5 é possível verificar uma 

representação do software desenvolvido, onde em (a) se verifica a interface inicial, 

onde se faz a importação de dados, em (b) se escolhe a liga para poder realizar o 

cálculo de carga da mesma, já em (c) se tem o resultado, enquanto que na (d) se tem 

o resultado final do custo. 

 

Figura 5. Software para determinar o custo final da carga. (a) interface, (b) escolha das ligas, (c) 
custos, (d) resultado final 

 
Fonte: Elaborado pelos autores 

 

A Figura 6 ilustra a representação atualizada dos valores obtidos através da 

metodologia empregada para a verificação dos custos das ligas. O uso do percentual 

como uma métrica de comparação dos diferentes custos de composições químicas 

destaca a capacidade da IA em quantificar e analisar diversas variáveis 

simultaneamente, incluindo resistência, composição e custos. Para esta investigação, 

o valor mínimo foi representado como 0%, enquanto o valor máximo alcançou 

372,71%. Essa abordagem inovadora, impulsionada pela IA, demonstra claramente o 

potencial transformador dessa tecnologia na otimização da produção e no 

desenvolvimento de materiais mais eficientes e econômicos. 

 



48 

 

Figura 6. Gráfico comparativo dos custos de produção dos ADIs 

 
Fonte: Elaborado pelos autores 

 

Com o software desenvolvido e a IA RNA empregada, foi possível obter uma 

faixa de composição química dentro das características mecânicas ideias previstas 

em norma e sustentável, que está demonstrada na Tabela 1. 

 

Tabela 1. Composição Química produzida pela IA RNA 
Elemento C Si Mn P S Cr Ni Al Cu Mg Sn CE 

W (%) 3,69 2,42 0,54 0,03 0,01 0,05 0,01 0,02 0,02 0,05 0,04 4,51 

Fonte: Elaborado pelos autores 

 

A Figura 7 mostra a estrutura do material após o processo de austêmpera, que 

apresenta nódulos de grafita cercados por ausferrita em uma matriz de austenita 

estabilizada. Esses resultados estão em linha com o esperado para este material. A 

Tabela 2 apresenta as informações sobre os nódulos obtidos, a média, o grau de 

nodularização e tamanho médio. 

 

Figura 7. Condição de ADI - ampliação 1000x 
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Fonte: Elaborado pelos autores 

 

Tabela 2. Resultados do material 

Material Valor 

Média de nódulos 362 nódulo/mm² 

Grau de modularização 95% 

Tamanho médio da grafita 35.69 μm 

Fonte: Elaborado pelos autores 

 

A fractografia obtida dos corpos de prova rompidos, tendo uma imagem 

representativa na figura 8 abaixo, que foi examinada por meio de MEV, apresenta 

fratura frágil com cavidades, confirmando o que é esperado para este material quando 

em condição de tratado termicamente, fato que diminui o alongamento, mas que 

aumenta a resistência mecânica como um todo. 
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Figura 8. Fractografia do ADI 

 
Fonte: Elaborado pelos autores 

 

Como já demonstrado nas figuras 7 e 8, o processo de austêmpera aplicado a 

este material com composição química aperfeiçoada e com baixo teor de elementos 

de liga resultou na microestrutura ausferrítica, que dos pontos de vista de 

propriedades mecânicas garantiu uma resistência à tração e limite de escoamento, 

dentro da norma e com resultados melhores quando comparados com a condição 

“bruta de fusão” (Sellamuthu et al., 2018; ISO 527-2, 2012; ASTM, 2010; Erić, et al. 

2005). Nos gráficos abaixo, figura 9 (a), (b), (c) e (d), é possível observar o grande 

aumento na resistência à tração e no limite de escoamento quando comparado à 

condição chamada “bruto de fusão”, mas em detrimento do alongamento, conforme 

mencionado anteriormente. Importante ressaltar que esses resultados estão de 

acordo com a norma ASTM A897/897M – 16, Grade 2 1050/750/07 para a produção 

do ADI. 
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Figura 9 (a) Resistência à tração - Estado Bruto e ADI. (b) Resistência ao escoamento - Estado Bruto 
e ADI. (c) Alongamento (%) - Estado Bruto e ADI. (d) Dureza - Estado Bruto e ADI 

 
Fonte: Elaborado pelos autores 

 

Os difratogramas (figura 10) mostraram altos picos de intensidade para a fase 

ferrita (Fe-C), e picos de média e baixa intensidade para cementita (Fe3C), consistente 

com o esperado para o material, que caracteriza a microestrutura ausferrita. Dessa 

forma, ficou comprovado que o tratamento térmico foi efetivo e que a composição 

química obtida pela IA possibilitou a obtenção da microestrutura almejada. 
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Figura 10. Difração de raios X para ADI 

 
Fonte: Elaborado pelos autores 

 

Por fim, ao avaliar todos os resultados supracitados, conforme pode ser 

verificado na figura 11, o menor valor registrado para o ADI produzido é 1,06 vezes 

superior ao referencial. Destaca-se, de forma notável, que a média de valor do ADI 

produzido apresenta uma diferença expressiva de 1,50 vezes em relação ao ADI, 

ressaltando a eficácia da abordagem baseada em IA na otimização do desempenho 

dos ADI. Além disso, o valor mais elevado produzido exibe uma diferença 

extraordinária de 5,73 vezes em comparação com o ADI, evidenciando a potencial 

transformação que as técnicas avançadas de ML podem proporcionar na produção e 

nas propriedades dos ADI. Esses resultados robustos validam a eficiência do modelo 

de IA implementado nesse contexto específico. 

 

Figura 11. Comparativo de resultados ($) 

 
Fonte: Elaborado pelos autores 
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4 CONCLUSÃO 

 

A presente pesquisa revelou resultados significativos que corroboram a 

viabilidade e eficácia da obtenção de ADI em conformidade com a norma ASTM 

A897/897M – 16, Grade 2 1050/750/07. Destaca-se a notável redução de custos na 

produção, atendendo aos rigorosos requisitos mecânicos-metalúrgicos estabelecidos, 

o que se mostra particularmente vantajoso quando comparado com estudos 

anteriores. A implementação de técnicas de ML, nesse caso a aplicação das Redes 

Neurais Artificiais, permitiu alcançar uma redução de custos de até 1,50 vezes, além 

de promover uma utilização mais eficiente dos recursos naturais. Este avanço não 

apenas representa um ganho econômico, mas também evidencia um compromisso 

com a sustentabilidade. A otimização do processo por meio da IA demonstrou ser uma 

abordagem estratégica, proporcionando maior assertividade no momento de 

produção da liga, contribuindo assim para uma indústria mais eficiente e sustentável. 

Em síntese, os resultados obtidos indicam uma perspectiva promissora para a 

aplicação da Inteligência Artificial de forma prática tanto nos avanços na produção de 

ADI, quanto na indústria de fundição. 
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4. DISCUSSÃO DE RESULTADOS 

 
Este capítulo apresenta uma análise crítica dos resultados obtidos no decorrer do 

estudo, com base nos objetivos específicos estabelecidos. A discussão busca interpretar os 

achados, relacionando-os com a literatura revisada e destacando contribuições, limitações e 

implicações práticas da pesquisa. 

 

4.1. Mapeamento do estado da arte das aplicações de aprendizagem 
de máquina na Engenharia de Materiais 

O primeiro objetivo consistiu em realizar uma revisão sistemática da literatura científica 

publicada entre 2015 e 2023, com o intuito de mapear as aplicações de aprendizagem de 

máquina (ML) na Engenharia de Materiais. Esse mapeamento revelou um crescimento 

https://doi.org/10.1007/s11665-014-1029-1
https://doi.org/10.1007/s11665-014-1029-1
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exponencial no uso de ML na área, especialmente a partir de 2018, quando houve um 

aumento significativo no número de publicações acadêmicas. 

 

Os resultados indicaram que as técnicas de ML têm sido amplamente utilizadas em 

tarefas como previsão de propriedades de materiais, otimização de processos e design de 

novos materiais, especialmente devido à capacidade dessas ferramentas de lidar com 

grandes volumes de dados experimentais e simulados. As áreas mais beneficiadas incluem 

materiais metálicos, compósitos e nanomateriais. 

 

Esse crescimento está em conformidade com estudos de Butler et al. (2018) e 

Ramprasad et al. (2017), que destacam a relevância da integração entre ciência dos materiais 

e ciência da computação. No entanto, apesar do avanço, foram identificadas lacunas na 

literatura, como a falta de padronização de bases de dados e a escassez de estudos aplicados 

à indústria, o que limita a adoção prática das técnicas. 

 

4.2. Identificação das principais técnicas de aprendizagem de 
máquina utilizadas no campo 

O segundo objetivo foi identificar as principais técnicas de ML aplicadas na Engenharia 

de Materiais. A revisão revelou que as técnicas mais utilizadas incluem Redes Neurais 

Artificiais (ANNs), Random Forests, Support Vector Machines (SVMs) e Deep Learning. Cada 

uma dessas técnicas apresenta vantagens e limitações distintas. 

 

• Redes Neurais Artificiais (ANNs): Amplamente utilizadas na previsão de 

propriedades mecânicas e térmicas de materiais, as ANNs se destacam por sua 

alta precisão e flexibilidade. No entanto, sua dependência de grandes volumes de 

dados rotulados e a dificuldade de interpretação dos modelos ainda representam 

desafios significativos. 

• Random Forests: Reconhecida por sua robustez e capacidade de lidar com dados 

ruidosos, essa técnica tem sido empregada em problemas de classificação e 

seleção de variáveis, como na análise de microestruturas. 

• Support Vector Machines (SVMs): Apesar de serem eficazes em conjuntos de 

dados de alta dimensionalidade, as SVMs apresentam limitações em termos de 

custo computacional e sensibilidade aos parâmetros de entrada. 

• Deep Learning: Embora promissora, a aplicação de Deep Learning na Engenharia 

de Materiais ainda enfrenta barreiras, como a necessidade de grande poder 
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computacional e a baixa interpretabilidade dos modelos. 

Esses achados corroboram estudos como os de Schmidt et al. (2019) e Xie e 

Grossman (2018), que apontam para a necessidade de desenvolvimento de modelos híbridos 

que combinem a flexibilidade das técnicas de ML com conhecimento físico e químico. 

 

4.3. Caracterização das subáreas da Engenharia de Materiais mais 
beneficiadas pela aprendizagem de máquina 

O terceiro objetivo buscou caracterizar as subáreas da Engenharia de Materiais que 

mais se beneficiaram das técnicas de ML. Os resultados mostraram que as aplicações estão 

concentradas em cinco subáreas principais: 

 

• Materiais Metálicos: Utilização de ML para prever propriedades mecânicas, 

como resistência à tração e dureza, além de otimizar tratamentos térmicos e 

processos de fabricação. 

• Compósitos: Técnicas de ML aplicadas ao design de interfaces e previsão de 

falhas, com destaque para o uso de Redes Neurais Artificiais. 

• Materiais Cerâmicos: Otimização de processos de sinterização e previsão de 

propriedades térmicas e mecânicas. 

• Materiais Poliméricos: Design molecular e previsão de propriedades, com 

ênfase em algoritmos de aprendizado supervisionado. 

• Nanomateriais: Predição de estruturas e caracterização automatizada, 

destacando-se o uso de Deep Learning. 

 

Esses resultados confirmam as tendências identificadas por Rajan (2015) e Zhu et al. 

(2019), que destacam o potencial transformador de ML na exploração de propriedades 

materiais e otimização de processos. 

 

4.4. Análise de casos de uso específicos 

O quarto objetivo foi analisar casos de uso específicos em que ML foi aplicado para 

resolver problemas complexos na Engenharia de Materiais. Um exemplo relevante 

apresentado no trabalho foi a aplicação de Redes Neurais Artificiais (ANNs) para otimizar a 

composição química do ferro fundido nodular austemperado (ADI), reduzindo custos de 

produção e impactos ambientais. 
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O uso de ANNs permitiu prever uma composição química ideal que atendesse aos 

critérios normativos (ASTM A897/897M), além de otimizar o processo de fabricação de ADI. 

Esse caso ilustrou como a aplicação de ML pode gerar benefícios práticos significativos, como 

aumento na eficiência dos processos e redução de desperdícios. 

 

Apesar dos avanços, desafios como a integração de ferramentas de ML em ambientes 

industriais e a dependência de bases de dados robustas continuam a limitar a adoção dessas 

tecnologias. 

 

4.5. Avaliação dos desafios técnicos e práticos enfrentados 

O quinto objetivo abordou os desafios técnicos e práticos na aplicação de ML na 

Engenharia de Materiais. Os principais obstáculos identificados incluem: 

 

• Qualidade e disponibilidade de dados: Dados experimentais são 

frequentemente incompletos ou inconsistentes, dificultando a aplicação eficaz 

de ML. 

• Falta de padronização: A ausência de bases de dados padronizadas é uma 

barreira significativa para a reprodutibilidade dos resultados. 

• Integração interdisciplinar: A aplicação de ML exige colaboração entre 

engenheiros de materiais e cientistas da computação, o que ainda é limitado 

em muitos contextos acadêmicos e industriais. 

 

Esses desafios reforçam as observações de Butler et al. (2018) e Agrawal et al. (2016), 

que destacam a necessidade de esforços conjuntos para superar essas barreiras. 

 

4.6. Propostas de diretrizes e recomendações 

O último objetivo foi propor diretrizes para o uso futuro de ML na Engenharia de 

Materiais. As recomendações incluem: 

 

• Padronização de bases de dados: Criação de repositórios centralizados e 

acessíveis, com dados experimentais e simulados de alta qualidade. 

• Desenvolvimento de modelos híbridos: Integração de técnicas de ML com 

princípios físicos e químicos para aumentar a interpretabilidade e confiabilidade 

dos modelos. 



59 

 

• Capacitação interdisciplinar: Promoção de programas de formação que 

integrem Ciência dos Materiais e Ciência da Computação. 

• Automação de processos experimentais: Uso de ML para acelerar 

experimentos e reduzir custos, como já observado em casos de uso 

apresentados no estudo. 

 

Essas diretrizes são consistentes com as propostas de Ward et al. (2016) e Sanchez-

Lengeling & Aspuru-Guzik (2018), que destacam a importância de iniciativas colaborativas 

para o avanço da área. 

 

4.7 Considerações Finais 

A discussão dos resultados demonstrou que os objetivos estabelecidos no trabalho 

foram atingidos, contribuindo para o avanço do conhecimento na interface entre 

aprendizagem de máquina e Engenharia de Materiais. Apesar dos desafios identificados, o 

uso de ML tem o potencial de transformar a forma como materiais são projetados e otimizados, 

promovendo maior eficiência e sustentabilidade na indústria. 

5 CONCLUSÕES 

A pesquisa corroborou as observações de autores como Ward et al. (2016) e Pilania 

et al. (2013), ao demonstrar que a aplicação de ML na Engenharia de Materiais não apenas 

acelera a descoberta de novos materiais, mas também melhora a previsibilidade de 

propriedades mecânicas, térmicas e ópticas. Além disso, os resultados reforçam que a 

combinação de ML com métodos tradicionais — como a teoria do funcional da densidade 

(DFT) e a mecânica estatística — oferece uma abordagem híbrida mais robusta e 

interpretável. 

O primeiro artigo, que mapeou o estado da arte, identificou que redes neurais, Deep 

Learning e Random Forests são as técnicas mais utilizadas, principalmente em subáreas 

como design de ligas metálicas e otimização de compósitos. Ramprasad et al. (2017) 

destacam esses métodos como os mais promissores devido à sua flexibilidade em lidar com 

dados não lineares e heterogêneos. 

O segundo artigo explorou casos de uso práticos, demonstrando como as Redes 

Neurais Artificiais (RNAs) foram aplicadas para otimizar a composição química e os processos 

térmicos de fabricação do ferro fundido nodular austemperado (ADI). A aplicação da RNA 

permitiu prever propriedades mecânicas, como a resistência à tração, o limite de escoamento, 

o alongamento e a dureza Brinell, com alta precisão, atendendo aos requisitos normativos da 
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ASTM A897/897M – 16, Grade 2 1050/750/07. Após o tratamento térmico de austêmpera, os 

resultados indicaram valores médios de 1050 MPa para a resistência à tração, 750 MPa para 

o limite de escoamento, 7% para o alongamento e 302 HB para a dureza Brinell. Esses valores 

representam um aumento significativo em relação à condição "bruto de fusão", com um 

incremento de 75% na resistência à tração e de 60% no limite de escoamento, embora com 

uma redução de cerca de 50% no alongamento, como esperado para esse tipo de material 

tratado termicamente. Essa abordagem não apenas contribuiu para a redução de custos 

experimentais em até 50%, mas também para a sustentabilidade do processo, com uma 

redução estimada de 15% no consumo energético, devido à otimização do cálculo de carga e 

à reutilização de materiais. Esses avanços reforçam o impacto positivo da inteligência artificial 

na engenharia de materiais ao abordar problemas complexos e promover soluções mais 

eficientes e sustentáveis. 

 

Contribuições para a Área de Pesquisa 

A pesquisa realizada trouxe contribuições significativas para a Engenharia de Materiais 

e áreas afins, destacando-se pelos seguintes aspectos: 

1. Avanço no Conhecimento Científico 

o A revisão sistemática forneceu um panorama detalhado das principais técnicas 

de ML, subáreas de aplicação e desafios enfrentados, consolidando o estado 

da arte e identificando lacunas na literatura que podem guiar pesquisas futuras. 

o A análise de casos práticos demonstrou como as técnicas de ML podem ser 

aplicadas para resolver problemas complexos, contribuindo para a validação e 

disseminação dessas metodologias. 

2. Benefícios para a Indústria 

o A pesquisa demonstrou que a integração de ML na Engenharia de Materiais 

pode reduzir significativamente o tempo e os custos associados ao 

desenvolvimento de novos materiais, tornando os processos mais rápidos, 

eficientes e sustentáveis. 

o A previsão precisa de propriedades de materiais e a otimização de processos 

de fabricação podem aumentar a competitividade das indústrias em setores 

estratégicos, como aeroespacial, automotivo, biomédico e eletrônico. 

3. Impacto Social e Econômico 

o O desenvolvimento de materiais mais avançados e sustentáveis pode 

contribuir para enfrentar desafios globais, como a transição para energias 

renováveis, o avanço da medicina personalizada e a redução do impacto 

ambiental de processos industriais. 
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o A aplicação de ML também promove a interdisciplinaridade, incentivando a 

colaboração entre engenheiros de materiais, cientistas da computação e outros 

profissionais, resultando em soluções mais inovadoras e integradas. 

4. Superação de Desafios Técnicos 

o Foram destacadas ferramentas e estratégias para lidar com a falta de 

padronização de dados e a necessidade de bases de dados mais robustas, 

oferecendo recomendações práticas que podem ser adotadas por 

pesquisadores e instituições. 

o A pesquisa também propôs abordagens híbridas que combinam ML com 

conhecimentos físicos e experimentais, aumentando a robustez e a 

interpretabilidade dos modelos desenvolvidos. 

 

 

Benefícios, Melhorias e Consequências para a Sociedade 

A solução dos problemas identificados e a exploração das oportunidades 

proporcionadas pela integração de ML na Engenharia de Materiais podem gerar benefícios 

diretos e indiretos para a sociedade: 

1. Aceleração da Inovação Tecnológica 

o A aplicação de ML pode acelerar a descoberta de novos materiais com 

propriedades específicas, permitindo inovações em tecnologias de ponta, 

como baterias de alta capacidade, materiais supercondutores, ligas ultraleves 

e compósitos resistentes ao calor. 

o Isso pode beneficiar setores estratégicos, como a mobilidade elétrica, a 

geração de energia limpa e a construção civil sustentável. 

2. Redução de Impactos Ambientais 

o A otimização de processos industriais por meio de ML pode reduzir o 

desperdício de materiais e o consumo de energia, contribuindo para uma 

produção mais sustentável. 

o O desenvolvimento de novos materiais também pode viabilizar soluções 

ecológicas, como plásticos biodegradáveis, materiais recicláveis e compósitos 

menos poluentes. 

3. Fortalecimento da Educação e da Pesquisa 

o A interdisciplinaridade promovida pela junção de Engenharia de Materiais e 

Ciência de Dados cria novas oportunidades de formação e capacitação, 

preparando profissionais para lidar com os desafios da Indústria 4.0 e da 

transformação digital. 
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4. Impacto Econômico Positivo 

o A redução de custos e o aumento da eficiência nos processos de pesquisa e 

desenvolvimento podem tornar as empresas mais competitivas, gerando 

empregos e impulsionando o crescimento econômico. 

o A produção de materiais mais duráveis e eficientes pode reduzir custos para 

consumidores e indústrias em longo prazo. 

 

Considerações Finais 

A pesquisa realizada demonstra que a aplicação de aprendizagem de máquina na 

Engenharia de Materiais não é apenas uma tendência, mas uma necessidade para lidar com 

os desafios atuais e futuros da área. Os dois artigos que resultaram deste trabalho oferecem 

uma base teórica e prática sólida, evidenciando como as técnicas de ML podem transformar 

a forma como materiais são projetados, caracterizados e aplicados. Mais do que isso, 

apontam para um futuro em que a colaboração interdisciplinar e o uso de tecnologias 

avançadas serão fundamentais para impulsionar a ciência e promover benefícios tangíveis 

para a sociedade e o meio ambiente. 

 

6 Possibilidades de trabalhos futuros  

Com base nas lacunas identificadas, sugerem-se as seguintes direções para trabalhos 

futuros: 

6.1. Desenvolvimento de Bases de Dados Padronizadas 

Como apontado por Agrawal et al. (2016), uma das maiores barreiras para o avanço 

da aplicação de ML em materiais é a falta de bases de dados padronizadas e interoperáveis. 

Trabalhos futuros devem focar no desenvolvimento de repositórios públicos, como o Materials 

Project (Jain et al., 2013), que já disponibiliza dados de propriedades de materiais calculados 

por DFT. Esses esforços precisam ser ampliados para incluir dados experimentais e maior 

diversidade de materiais. 

6.2. Modelos Híbridos que Integram Física e Aprendizado de Máquina 

Ward et al. (2016) sugerem que o uso de modelos híbridos, que combinam ML com 

princípios físicos, pode resolver o problema da interpretabilidade dos modelos. Por exemplo, 

algoritmos baseados em aprendizado supervisionado podem ser integrados com equações 

diferenciais que descrevem fenômenos físicos, como a difusão de átomos em ligas. Esse tipo 
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de abordagem híbrida é fundamental para aumentar a confiança nos resultados e facilitar sua 

adoção em aplicações industriais. 

6.3. Automação de Processos Experimentais 

Trabalhos como o de Sanchez-Lengeling & Aspuru-Guzik (2018) destacam o potencial 

de ML para automação de experimentos. Por exemplo, algoritmos de aprendizado por reforço 

podem ser usados para ajustar parâmetros experimentais em tempo real, enquanto técnicas 

de visão computacional podem analisar imagens de microestruturas de materiais. Esse tipo 

de automação pode reduzir significativamente o tempo necessário para gerar dados 

experimentais confiáveis. 

6.4. Aplicação de ML em Materiais Sustentáveis 

A urgência em desenvolver materiais mais sustentáveis cria uma oportunidade para o 

uso de ML no design de polímeros biodegradáveis e compósitos recicláveis. Pilania et al. 

(2013) mostram que técnicas como aprendizado profundo podem ser aplicadas para prever 

propriedades ambientais, como biodegradabilidade e toxicidade, permitindo o 

desenvolvimento de materiais alinhados com os Objetivos de Desenvolvimento Sustentável 

(ODS). 
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